创业板研发投入的神经网络预测：是采用RBF模型还是BP模型？
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摘要：创业板公司成立时间较短、企业规模较小，其研发投入的影响因素较多，使用营业净利率、每股收益、董监高年薪、可持续增长率、资产负债率、现金流量净额和GDP这些指标，运用径向基神经网络（RBF）和逆传播神经网络（BP）方法构建一个训练完成的神经网络模型，研究发现RBF神经网络模型比BP神经网络模型具有更好的拟合、预测效果。
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Neural Network Prediction Model for R&D of GEM

: BP Model or RBF Model?

LI Jinglu HU Zhenfei
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Abstract:GEM enterprises are mostly set up in short time. They are usually in small size. there are many factors affecting R&D investment of GME. Indicators of annual report in GEM are selected ,such as the net operating profit ratio, earnings per share, salary of the directors and supervisors and senior, sustainable growth, debt-assets ratio, net cash flow, the index of GDP is applied to reflect the macroeconomic situation. By using BP and RBF neural network model, this paper constructs a neural network model which is training completed. This paper finds that the RBF neural network has better fitting and forecasting effect than BP neural network.
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纵观世界各国经济发展状况可知，各国经济实力的竞争归根结底是科学技术的较量，而科技竞争力的较量又集中体现在R&D（research and development，R&D）活动的资源配置上[1]35-38。因此强化企业的创新主体地位和主导作用，形成一批具有国际竞争力的创新型领军企业是国家实施创新驱动发展战略的关键[2]。影响R&D活动和效率的因素较多，这些因素对R&D的影响并非简单的线性关系，因而，探讨影响R&D活动非线性因素的作用机理具有重要意义。
1  文献回顾
已有较多文献关注研发投入问题，主要集中在宏观方面和微观方面。宏观方面主要探讨政府补贴对研发投入的影响效应、企业产权属性是否影响企业的研发投入、不同区域之间研发投入的差别以及科研机构的科研投入对于企业研发投入的影响效应等问题；微观方面主要考量企业融资约束对研发投入的影响、资本结构对研发投入的影响、人员投入对研发的影响、组织结构设置对研发投入的影响等问题。本文选取具有代表性的文献进行简要地回顾。
在宏观方面，政府的研发补贴会怎样影响企业的研发投入呢？政府的研发补贴对企业的研发投入具有促进效应和挤出效应双重影响[3]。具体而言，政府研发补贴和知识产权保护对企业研发投入效率有正向影响[4]，从短期看，对企业研发投入具有一定的激励作用，但就中长期而言，这种激励作用十分有限[5]；而且政府研发补贴还有很大的提升空间，需要政府加大研发补贴的力度[6]。政府研发补贴对企业研发投入的促进作用远大于政府对高校和科研机构的资助效应[7]。在现阶段，我国高新技术产业的发展趋势较为乐观，并且研发效率和规模效应都有了不同程度的发展[8]。从研发活动进程看，研发效率随着时间的变化呈现出稳定上升趋势，不过研发活动存在效率损失现象，提高研发人员的素质对于提升研发效率也视为一种补救措施[9]。产权属性的不同对企业研发投入的效率是有所区别的，国有产权与研发效率呈现显著的负相关。企业盈利水平、科技人才引入量对我国的研发效率有着显著的正相关作用[10]。在不同的区域内，企业的研发投入表现出较大的差异。在区域研发效率方面，地区产业结构、企业研发主体地位及其持续性紧密相关，研发过程中的研发和技术的转化效率进一步提高了研发效率[11]。研发要素集聚对研发投入有明显的提升效应，研发投入强度越大，研发要素对研发效率提升的作用越明显[12]。行业内的集团化经营存在研发协同效应[13]。在比较了各省专利的技术效率指数、技术变化指数和规模效率指数后，发现研发要素的投入和产出是呈U型关系，东部地区的研发贡献率显著高于西部地区[14]。我国国企研发效率普遍不高，而外资研发的嵌入对于国企研发效率的提高有着积极作用[15]。科研机构对研发效率有着积极的正向作用，金融机构的资金与研发效率的提升存在负相关关系[16]。
在微观方面，从企业融资约束、融资方式以及资本结构方面来看，企业的研发投入具有不同的特征。研发投入和产出是相关的，企业登录创业板之后，融资约束有所缓解；但随着上市时间的延长，企业融资约束程度又有上升的趋势，并且在企业上市之后，企业融资约束程度与研发投入强度正相关[17]。企业通过融资方式可以更好地开展研发活动，风险投资有助于上市企业实现研发资源更高的配置效率[18]。股权激励有助于企业技术创新能力的提升[19]。另一方面，资产负债率与企业创业绩效存在着正相关关系[20]。资本化的研发费用与研发的持续性提高了企业的研发效率[21]。研发成果如研发存量会提高全要素生产率，但知识溢出对生产率没有显著的贡献[22]。但是，科技创新型上市公司在研发支出、无形资产及长期投资三方面的投资有着明显的冗余[23]。从组织结构看，创新部门的集聚对企业研发增长率的提高有着显著的促进作用[24]。从企业的自主创新与引进技术角度来看，企业研发与外部技术引进存在着一定的替代关系，技术开发逐渐代替技术引进，而且内部研发活动与外部研发活动之间存在着一定的互补性[25]。从研发的人员角度看，研发人员是研发企业的重要资源，也是促进研发效率的积极因素[26]。从行业角度看，如银行业的研发竞争力呈现倒U型变化特征[27]。
综上所述，国内外学者已经从宏观或微观不同角度阐述了影响研发效率的问题，多数采用了面板数据回归模型分析研发投入诸要素的影响[28]，为后续的研究奠定了良好的基础，拓展了后续研究的视野。但是研发投入和产出机理与过程较为复杂，仅仅用线性回归建模方法是无法阐明其机理，如果利用人工神经网络构建研发活动投资支持系统来评价研发活动的效率，可能会有所裨益。
2  研究思路
已有文献在探讨研发投入机制的主要方法是线性回归法、模糊综合评价法和层次分析法，以及多层次模糊综合评价法[29]，但是由于研发活动是一种复杂的社会经济活动，具有时变性、高度非线性及相关因素繁多的特点，且其内部机理复杂，这些方法在探讨研发投入机制时不能取得满意的结果。人工神经网络模型区别于上述方法，具有较好的客观性和准确性，善于处理非线性函数逼近和Mackey-Glass时间序列[30]。人工神经网络已经应用在电子行业的切换系统的建模与仿真[31]、监控财务造假等领域[32]。但是神经网络也存在固有的缺陷，主要表现在拓扑规范、过度的训练次数、局部极小和训练的不可预测性等缺点，不过通过修正径向基网络，可以提高预测过程中的不足[33]。本文借鉴王文平等[1]35-38探讨研发活动影响因素的思路，采用人工神经网络构建研发活动投资系统，来评价研发活动的效率。
2.1  人工神经网络及其原理
人工神经网络（artificial neural network，ANN）是在生物学中的神经网络原理基础上建立的一种智能算法，它是人工智能学科的一个分支，一种类似于人类神经系统的信息处理技术，在生物神经网络的启示下建立的数据处理模型。早在20世纪40年代，精神病学家和神经元解剖学家McCulloch与数学家Pitts提出了神经元的数学描述与结构问题，之后于1949年，生理学家Hebb阐述了神经元连接权值的调整规则，即两个神经元之间重复激活将使其连接权值得到加强。20世纪80年代后，Hopfield提出了反馈网络和自组织网络，引入了含有对称突出连接的反馈神经网络，从此人工神经网络得到了繁荣发展。人工神经网络就是由大量简单神经元广泛互联构成一种计算结构，来模拟人脑的结构和功能的过程。
假设存在N个样本，将这N个样本表示为
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当第t个样本
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的数据输入网络时，网络相应的输出记为
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隐含层单元的状态记为
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，从输入层到隐含层的权值记为
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从隐含层到输出层之间的权值记为
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。隐含层的传递函数为g(·)，输出层的传递函数为f(·)，则隐含层节点的输出为：
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其中，k=1，2，3，···，q。
输出层节点的输出为：
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其中，i=1，2，3，···，n。
其示意图如图1所示。






2.2  指标与数据选取

手工整理我国创业板公司年报资料，在剔除了研发投入（研发投入=开发支出+研发费用）为零的企业后，选取了2012—2014年每年50家公司的数据，最终得到研发支出、营业净利率、每股收益、董监高年薪、可持续增长、资产负债率、现金流量净额和GDP这些指标，并将研发支出作滞后1期处理，然后对所有指标进行以100为底的对数化处理，处理后的描述性统计如表1所示。
表1  相关变量的描述性统计
	变量
	公司个数
	标准差
	最大值
	最小值
	均值
	偏度
	峰度
	P值

	开发支出
	50
	0.132 6
	4.299 4
	2.317 9
	3.454 1
	0.375 8
	4.384 7
	0.503 2

	营业净利率
	50
	0.132 4
	0.649 1
	0.478 8
	0.150 2
	0.907 6 
	5.015 4
	0.613 7

	每股收益
	50
	0.355 7
	1.780 4
	0.457 1
	0.546 0
	0.167 2
	2.343 1
	0.426 8

	董监高
年薪
	50
	0.121 3
	3.492 6
	2.363 3
	3.048 4
	1.147 4
	10.168 9
	0.641 1

	可持续增长率
	50
	0.053 2
	0.363 5
	0.017 6
	0.095 3
	1.051 4
	3.402 2
	0.397 4

	资产负债率
	50
	0.145 1
	0.622 3
	0.016 4
	0.389 7
	0.088 5
	3.179 7
	0.338 1

	现金流量净额
	50
	0.17
	4.700 5
	3.656 8
	4.194 1
	0.146 9
	1.862 4
	0.626 9

	GDP
	50
	0.02
	1.722 5
	1.634 3
	1.481 2
	0.676 3
	3.378 4
	0.469 3


为满足神经网络的运算要求，对所有数据进行归一化处理，其处理过程的数学描述为：
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3  实证过程与结果
3.1  BP神经网络
线性神经网络只能解决线性可分问题，如多层感知器，Rumelhart和McClelland在20世纪80年代中期提出了误差反向传播算法（error back propagation，BP），解决了多层神经网络的学习问题。
在一个三层BP网络中，输入神经元个数为M，隐含层神经元个数为I，输出神经元个数为J，输入层第m个神经元记为xm，隐含层第i个神经元记为ki，输出层第j个神经元记为yj，从xm到ki的连接权值ωmi，从ki到yi的连接权值ωij，隐含层传递函数为线性函数Sigmoid函数。

用u和v表示每一层的输入和输出，则输入层的输出等于整个网络的输入信号：
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隐含层第i个神经元的输入等于
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假设f(·)为Sigmoid函数，则隐含层第i个神经元的输出为：
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输出层第j个神经元的输入为：

[image: image15.wmf])

(

)

(

)

(

1

n

v

n

n

u

i

I

I

i

ij

i

I

×

=

å

=

w

                          （7）
输出层第j个神经元的输出为：
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BP神经网络输入层、隐含层和输出层的运行过程示意图如图2所示。
[image: image17.png]Layer Layer
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图2  BP神经网络运行过程
输出层第j个神经元的误差为：
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网络总误差为：
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在权值调整阶段，沿着网络逐层反向进行调整，首先调整隐含层与输出层之间的权值。计算误差对的梯度，再沿着该方向反向进行调整：
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根据微分的链式规则，有：
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由于e(n)是二次函数，其微分为一次函数：
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输出层传递函数的导数为：
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因此，梯度值为：
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权值修正量为：
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引入局部梯度的定义：
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因此，权值修正量可表示为：
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误差信号前向传播，对输入层与隐含层之间的权值为：
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其中，
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 为输入神经元的输出，定义为：
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其中，f(g)为Sigmoid传递函数。由于隐含层不能直接看到，无法直接求解误差对该层输出值的偏导数[image: image39.wmf])
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，由（23）式得出的输出层节点局部梯度：
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根据上面的结果可以得到：
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公式（1）到公式（25）展示了BP神经网络的运行思路，下面利用计算机软件进行模拟实验。本文选取24家上司公司研发投入数据进行模拟实验，训练完成后的BP神经网络研发投入的预测值与实际值的预测误差分布在于[-1,1]的区间内，如表2所示。

表2  24家上市公司研发投入BP神经网络预测值与实际值的误差
	项目

名称
	BP网络研发支出的预测值与实际值的差额

	相对

误差
	0.281
	-0.248 5
	-0.165 8
	-0.024 7
	-0.073 3
	-0.133 0
	-092 7
	0.088 4

	
	-0.318 0
	-0.415 0
	-0.375 1
	-0.017 0
	-0.045 1
	-0.139 
	-0.132 4
	-0.159 6

	
	0.039 8
	-0.048 9
	-0.018 8
	0.076 2
	0.003 9
	-0.103 9
	-0.146 5
	-0.062 7


通过将BP神经网络的预测值和实际值的对比（见图3），可以知道，训练完成的BP神经网络模型的预测值与实际值差距较大，有时还有相反的变化趋势，拟合效果欠佳。这种欠佳的表现也可以在图4的BP神经网络残差图中体现出来。
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图 3  24家上市公司研发投入BP神经网络实际值与预测值比较图   图4  24家上市公司研发投入BP神经网络预测残差图
3.2  径向基神经网络（RBF）
神经网络是一种全局式逼近的网络，学习速度慢，不适合实时性要求高的场合，但径向基神经网络是一种结构简单、收敛速度快、能够逼近任意非线性函数的神经网络。1988年，Broomhead和Lowe根据生物神经元具有局部响应的性能而提出了径向基神经网络，逐步在不同行业得到广泛应用。
研究企业的研发投入及其产出，可以通过获取企业研发投入各方面非常详实的数据资料建立微分方程进行求解，但是，一方面，建立微分方程需要大量、全面的数据资料，而有些资料往往很难获取；建立模型所需的一些参数无法直接获得，只能通过间接方法进行计算，而计算的误差会极大地影响仿真结果。另一方面，微分方程模型是一种确定的数学模型，但研发投入和产出过程往往受一些随机因素的影响，如市场反应等，结果可信度不高。对于这类问题，运用随机性方法进行模拟更为恰当。研发投入和产出过程是一种非常复杂的非线性过程，而径向基人工神经网络在处理非线性模式识别方面表现了良好的非线性拟合性能。
径向基神经网络是由3层构成的前向网络：第一层为输入层，节点个数等于输入的维度；第二层为隐含层，节点个数由问题复杂程度确定；第三层为输出层，节点个数等于输出数据的维数。隐含层的激励函数是非线性的，采用径向基函数作为基函数，将输入向量空间转换到隐含向量空间，从而将原来线性不可分问题转换为线性可分问题。
一般的，径向基可以逼近几乎所有函数。本文选用Gauss分布函数作为径向基函数。第一层输入层为：
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第二层隐含层节点输出为：
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式（27）中，
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为基函数的中心。
输出结果描述为：
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其中，j=1,2,3，···，J。
假定I为隐含层个数；N为输入样本个数；ω1为第i个隐含节点到输出节点的权值；

d（n）为模型的期望输出；e（n）为误差；Pi（n）为模型的回归因子，是网络在基函数下的响应。基函数为Gauss函数时，得到模型的回归因子：
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对公式（29）中的P进行正交分解，得到公式(28)的数量关系：
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公式（30）中：A是一个上三角矩阵，主对角线元素为1；U是一个矩阵，各列正交。因此得到：
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公式（31）中，H是对角元素为hi的对角阵。

由（31）式可得到（32）的数量关系：


[image: image51.wmf]g

U

e

A

U

e

P

d

×

=

=

×

×

=

+

×

=

w

w

                        （32）
将公式（32）等式变形，得到：
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随之得到结果：

[image: image53.wmf]d

U

H

g

T

×

×

=

-

1

                                    （34）
对公式（32）作为最小二乘估计时，由于A和g均已求出结果，可以顺利地求出ω的数值。借助于软件的运行，得到RBF神经网络相对误差，本文选取24家上司公司研发投入数据进行模拟实验，训练完成后的RBF神经网络研发投入的预测值与实际值的预测误差分布如表3所示，RBF神经网络的真实值和预测值的相对误差较小，基本接近于0值。

表3  24家上市公司研发投入RBF神经网络预测值与实际值的误差
	项目

名称
	RBF网络研发支出的预测值与实际值的差额

	相对

误差
	0.008 8
	-0.001 8
	-0.009 5
	-0.006 5
	0.026 2
	-0.004 6
	-0.011 0
	-0.002 4

	
	-0.027 1
	-0.035 3
	0.015 9
	0.027 3
	-0.022 4
	0.031 4
	0.013 8
	0.007 2

	
	0.040 7
	0.021 6
	0.023 0
	-0.009 8
	0.015 3
	-0.007 1
	0.000 8
	0.014 7


通过继续模拟实验的数据可知，随着隐含层的神经元的依次增加，其均方误差也在一步步缩小，直到隐含层为150个神经元时均方误差达到最小值，网络训练完成。具体如表4所示。
表 4    50家上市公司研发投入RBF神经网络训练过程
	径向基神经网络隐含层神经元个数及其均方误差

	隐含层神经元个数/个
	均方误差

	0
	0.112 544

	25
	0.081 498

	50
	0.060 949

	75
	0.045 768

	100
	0.034 521

	125
	0.020 000 8

	150
	0.010 218 1


随着隐含层神经元的增加，神经网络的误差将一步步地降低，RBF神经网络模型在步长为150时误差降到最低，达到预设的误差目标，如图5所示。
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图5  50家上市公司研发投入RBF神经网络训练误差结果图
由训练完成后的神经网络预测值和实际值的对比可以看出（如图6），RBF神经网络的预测值和实际值有相同的发展趋势，拟合的效果较好，其拟合效果在图7的残差图得以体现。
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图6 24家上市公司研发投入RBF神经网络实际值与训练预测值比较图   图7 24家上市公司研发投入RBF神经网络训练残差图
3.3  实证结果分析
BP神经网络和RBF神经网络的评价结果分别见表2、表4、图3、图7，RBF神经网络的相对误差和残差都明显小于BP神经网络。在真实值与预测值比较的过程中，RBF神经网络比BP神经网络的拟合结果较好，这说明RBF神经网络比BP神经网络有更好的泛化能力；而且，RBF神经网络根据预测误差的大小逐步增加隐含层神经元。
4  结论
由于研发活动与其影响因素的关系复杂，多表现在非线性关系上，正确处理模拟过程中的线性与非线性关系成为模拟研发活动过程的关键。由上述推导过程可知，径向基神经网络的隐含层和输出层完全不同，隐含层采用非线性函数（径向基函数）作为基函数，输出层采用线性函数，而BP神经网络则是需要确定隐含层传递的权数和神经元个数，如果太多则会导致过学习，如果太少会导致欠学习。
人工神经网络在样本的学习过程中兼顾研发活动影响因素的特点，模拟出体现样本特征的框架网络模型。径向基神经网络（RBF）的输入层到隐含层之间为直接连接，隐含层到输出层实行权连接；而BP神经网络实行权连接，其隐含层的转移函数选择非线性函数，其隐含层神经元的激励函数则是计算输入向量与权值的内积。但径向基神经网络（RBF）的转移函数是关于中心对称的基函数（本文使用的是Gauss函数），这种基函数计算的是输入向量与基函数中心之间的欧氏距离（两者取差值，再取欧几里得范数）。
而且，研发活动过程中存在不确定性，怎样恰当地处理研发过程中动态的不确定性以提高模型的适用性是构建研发模型的关键。径向基神经网络（RBF）是三层静态前馈神经网络，隐含层神经元个数会更具样本特征自适应的调整，能够逐步提高网络的适用性。而BP神经网络是三层或三层以上的静态前馈神经网络，其隐含层和隐含层节点数不容易确定，一旦网络的结构确定下来，在训练阶段将不再变化。研究的实证结果表明，在整个研发活动模型系统的预测结果中，径向基神经网络（RBF）比BP神经网络具有更强大的拟合、预测效果。
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图1  神经网络运行步骤
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