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摘要：针对传统知识推荐算法存在的语义缺失和精准性低问题，本文提出一种基于改进LDA-FCM的知识推荐算法。首先获取用户知识文档，采用主题优化的LDA模型挖掘用户知识主题。继而通过FCM算法将用户聚类，缩小相似度计算的遍历范围，并采用JS散度代替欧氏距离，实现FCM对象到用户的转换。最后基于UserCF算法构建用户对知识的兴趣指数并进行TOP-N推荐。爬取中国知网500篇期刊论文实测发现：与传统UserCF算法相比，改进算法的准确率、召回率和F1值分别提高了28.17%、59.62%、53.88%。
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Abstract： The improved LDA topic model and FCM user clustering algorithm are integrated into UserCF to solve the problem of semantic missing and low precision of current knowledge recommendation algorithm. An adaptive function is constructed to achieve an objective solution of the number of topics and the knowledge topic of interest to the user is mined through LDA. FCM algorithm is used to cluster the user topics, and the users are divided into clusters with similar interests, thereby narrowing the traversal range of the user similarity calculation. The JS divergence is used instead of the Euclidean distance to convert FCM object to user. Finally, based on the UserCF algorithm, the user's interest index on knowledge is constructed, and the user is recommended by TOP-N. The comparison results show that the precision, recall and F1 value of the proposed algorithm are increased by 28.17%, 59.62%, 53.88%. 
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知识库作为组织获取、存储、传播知识的重要载体，对组织发展和创新起着重要作用。然而随着技术发展与环境演进，快速膨胀的知识库规模使人们陷入了“知识过载”、“知识迷航”困境。对知识使用者来说，从大量数据和信息中找到自己需要的知识变得越来越困难。将合适的知识在合适的时间、以合适的方式提供给需要它的用户，提高用户获取知识的效率和有效性，成为知识库建设的关键问题。知识推荐是解决这一问题的有效途径，它将知识和用户联系在一起，把用户需要的、感兴趣的知识展示在用户面前，缓解知识过载问题。许多学者对知识推荐进行了研究，大致分为以下几类：（1）利用情境信息进行知识推荐。张发平等建立了多维层次情境模型，首先通过情境相似度计算找到最相似的历史情境，再通过情境-知识映射找到与用户需要的知识[1]。密阮建驰等将用户知识情境向量化，将知识推荐转化为求目标函数最优解的问题，并通过因子分解机求解目标函数得到待推荐的知识[2]。Song等用甘特图表示业务流程中知识项间的时序关系，为用户推荐业务流程知识[3]。（2）利用社会网络分析进行知识推荐。Fan等将用户所处的知识系统看作社会网络，对用户行为进行凝聚子群分析，得到推荐列表[4]。黄微等将用户的隐性知识需求显性化，并通过社会网络分析目标用户群，寻找需求相似的用户，解决了隐性知识难以推送的问题[5]。（3）基于规则的知识推荐。刘海涛等采用Markov模型和GSP算法构建知识推送规则，实现了序列知识的推送[6]。胡小光等利用人工免疫算法将知识与需求的匹配转化为抗原抗体的识别，实现知识的推荐[7]。可见，当前知识推荐研究大都通过构建模型将知识推荐问题转化为知识与知识、知识与环境以及知识与用户间的相似性计算问题，或将知识推荐转化为函数，通过函数求解得到推荐列表。这些研究为改善知识推荐时机奠定了理论基础，然而这些方法构建的模型约束条件过多，导致模型求解的效率低、适用场景少。
随着计算机及网络技术的发展，个性化推荐技术在电子商务[8]、音视频网站[9]、个性化阅读[10]、在线教育[11]等领域得到了广泛应用。融合个性化推荐技术的知识推荐可以更好地满足用户需求。协同过滤是使用最广泛的个性化推荐算法，许多学者将其应用到知识推荐中。Zhang S等基于协同过滤的思想，利用信任感知策略寻找近邻用户，利用项目聚类策略寻找近邻知识，将两近邻融合进行知识推荐[12]。房小可等将情境语义与协同过滤相结合，针对虚拟学术社区的知识推荐构建了情境语义层次模型，并将情境相似度转化为节点间的语义相似度，实现了情境语义层次的知识推荐[13]。丁梦晓等在内容推荐算法的基础上引入用户兴趣，对推荐对象进行评分，实现了对学术资源的TOP-N推荐[14]。张喜征等通过模糊概念格使用户偏好显性化，并结合协同过滤算法对创新社区中的领先用户进行知识推荐[15]。Rodrigo等将协同过滤和基于内容的推荐相结合，针对虚拟学习社区进行知识推荐，提高了知识重用率[16]。以上方法将协同过滤算法应用于知识推荐中，一定程度上提高了知识推荐的效率和有效性，但仍存在以下问题：（1）忽略了知识自身语义的作用。知识作为凝聚化、系统化的信息内容，能够指导人们的思想和行为的恰恰是其语义内涵。因此，对语义的获取与表示在知识推荐中至关重要，不应弃之不顾。（2）以上算法寻找近邻用户时需要遍历所有用户，降低了算法的实施效率。
有鉴于此，本文以知识库为应用背景，提出一种融合知识语义的推荐算法。该算法引入语义挖掘和用户聚类思路与方法，利用LDA模型挖掘知识的语义内涵，表征用户兴趣；而后，利用FCM算法对用户进行聚类，缩小遍历范围；最后，基于用户兴趣相似度以及用户协同过滤的思想，构建有序的、符合用户兴趣的知识推荐列表。
1 基于改进LDA和FCM的知识推荐原理
1.1基于改进LDA的知识主题挖掘
知识主题模型是处理知识谱线低端的非结构化知识的常用方法。常用的主题模型有隐含狄利克雷分布（Latent Dirichlet Allocation，LDA）、潜在语义索引（Latent Semantic Index，LSI）、概率隐语义分析（probabilistic Latent Semantic Analysis，pLSA）、词汇链（Lexical Chains）等。其中，LDA在所有知识主题建模算法中性能最好[17]，它根据文档和词汇的概率分布，将高维的文本-词汇矩阵分解为两个低维的文档-主题矩阵和主题-词汇矩阵，从而得到文档的主题分布，揭示文档的语义信息，其概率模型如图1所示。
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                          图1  LDA概率模型图
其中阴影圆圈表示可观测变量，非阴影圆圈表示隐变量，箭头表示两变量间的条件依赖，方框表示重复抽样，右下角数字表示重复次数。
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为抽取的主题。根据图1，可以将LDA主题抽取看作以下两个随机过程：（1）对第m篇文档随机抽取主题的过程
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。（2）选取主题后随机抽取词汇的过程
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传统LDA是从大量异构文本知识源中提取主题的一种无监督学习算法，由文档-主题-词汇三层贝叶斯结构组成。本文基于用户导向思维，将每个用户发表的内容汇总成一个文档，以用户的合并文档代替文档层，LDA矩阵如下[18]： 
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语料库为用户合并文档的集合，表示为M={U1,U2,U3……Um}。D为用户-词汇矩阵，矩阵中第i行表示第i个用户的词汇分布，记为Di={pui,w1, pui,w2, pui,w3,…., pui,wn}。U为用户-主题矩阵，第i行表示第i个用户的主题分布，记为Ui={pui,z1, pui,z2, pui,z3,…., pui,zn}。Z为主题-词汇矩阵，第i行表示第i个主题下的词汇分布，记为Zi={ pzi,w1, pzi,w2, pzi,w3,…., pzi,wn }。假设语料库中共有m个用户合并文档，所有的主题和词汇分别表示为：
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其中
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表示第m个文档中的词汇，
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表示该词汇对应的主题编号。在贝叶斯框架下后验分布和先验分布形式相同，LDA中
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的先验分布为参数为α的Dirichlet分布，
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的先验分布为参数为β的Dirichlet分布，基于Dirichlet-Multiomial共轭先验的特性，可以得到：
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其中
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表示第m篇文档中第k个主题的词汇个数，，
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表示第k个主题下词汇t的个数。根据公式（1）~（6）得到整个语料库中主题的生成概率为：
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文档抽取主题和根据主题抽取词汇是两个相互独立的过程，所以得到主题和词汇的联合分布为：
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得到联合分布
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之后采用吉布斯抽样（Gibbs Sampling）进行参数估计。LDA参数估计的方法主要有EM算法（Expectation Maximization）和吉布斯抽样两种。EM算法计算量大、收敛速度慢，吉布斯抽样在收敛速度和精度上都优于EM算法。基于共轭先验的性质及贝叶斯估计得到参数θ和的估计值如下[19]：
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最终得到LDA模型的吉布斯抽样公式[20]：
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其中
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表示除去下标为i的词，可以看出吉布斯抽样实际上就是在从文档到词汇的K条路径中进行采样。
根据LDA模型定义以及吉布斯抽样的过程可知，主题的个数k会影响模型的降维能力和主题抽取能力，主题数量过多会导致主题间的辨识度低而相似性高，增加模型的复杂度；主题数量过少则无法体现语义，甚至导致语义缺失。因此在训练LDA模型的过程中，主题个数的选择至关重要，但目前仍没有公认的较好的确定主题个数的方法。现有研究常用两种方法确定主题个数k：（1）根据经验选取不同的主题个数进行调试，使模型评价指标（通常采用困惑度）达到最优时的主题个数便为最优主题个数。该方法操作简便，但具有一定的主观性，并且仅以模型的泛化能力作为评价，可能出现过拟合的情况，导致主题个数过多。（2）将主题数目进行非参数化处理，使模型不需要将主题个数显性表述出来，常见的方法是采用层次狄利克雷过程（Hierarchical Dirichlet Processes，HDP）对LDA模型进行非参数化变形。该方法在LDA模型的基础上又建立新的HDP模型，复杂性较高[21]。
针对传统LDA模型的上述不足，本文对LDA模型中主题个数k的选取进行了改进。LDA建模是将语料库中的词汇划分到不同主题下，与聚类的结果类似，一个主题可以看作聚类的一个簇，主题下的词汇看作簇内的样本。鉴于LDA与聚类的相似性，本文将主题个数的选取看作聚类结果的评价问题。聚类评价通常分为外部评价指标和内部评价指标，外部指标需要人为进行判断[22]，在没有外部信息可用时，用内部指标进行判断是评价聚类结果的唯一选项。内部指标简便易操作，通过设置目标函数，在计算机上进行迭代即可找出最优解，因此本文采用内部指标进行判断，构建主题个数k的自适应函数L(k)，当L(k)最小时k为最优主题数。
离散数据的概率分布常用KL散度（Kullback-Leibler divergence，又称KL距离、相对熵）、JS散度（Jensen-Shannon divergence，又称JS距离）等指标来衡量其差异性[23]。KL散度越小表明两个概率分布的相似度越大，但KL散度具有不对称性和非负性。JS散度是KL散度的变形，与其相比JS散度具备两个优点：（1）JS散度对相似度的判别更准确，其值域为[0，1]，相似度越高则越接近0，反之越接近1。（2）JS散度具有对称性。因此选用JS散度度量主题之间的距离，计算方法如下：
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其中JS（P||Q）表示概率分布P(x)和Q(x)的JS散度，KL（P||Q）为P(x)和Q(x)的KL散度。主题个数K的自适应函数为：
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其中Ki表示第i个主题，
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为主题-词汇的概率分布均值，分子部分表示各个主题与均值之间JS散度的方差累加和，分母部分表示语料库中所有主题之间JS散度的方差累加和。
1.2基于FCM的用户主题聚类
基于训练好的LDA模型，可以得到用户感兴趣的知识主题及对应主题下词汇的概率分布。在推荐之前对用户进行聚类，可以缩小计算用户相似度时的遍历范围，提高算法效率。传统的聚类算法具有排他性，即一个对象只能划分到一个类。但在实际中，有时无法将某个对象严格的划分到某一类中，因此有学者提出了模糊聚类算法。在用户的聚类中，用户相似程度的界定也具有一定模糊性，因此本文用模糊聚类算法对用户进行聚类。模糊C均值（Fuzzy C-Means，FCM）是效果较好的模糊聚类算法，FCM中采用欧氏距离计算样本与聚类中心的距离，此处需要将欧式距离替换为JS散度[24]，实现样本到用户之间的转变。JS散度与欧式距离的转换公式为：
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替换后FCM的目标函数变为：
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通过拉格朗日乘子法求解得到：
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如果存在j、r使
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=0。通过FCM得到用户聚类矩阵，为后续的知识推荐做准备。=0，则令uij=1，且当i≠r时，令uij
1.3基于LDA-FCM的UserCF算法
协同过滤基于邻域的思想，包括基于用户的协同过滤（User-based Collaborative Filtering，UserCF）和基于项目的协同过滤（Item-based Collaborative Filtering，ItemCF）。两种方法各有其优缺点和适用场景，ItemCF反映了用户自己的兴趣，更加个性化，但它只推荐用户感兴趣的内容，容易使用户陷入“信息茧房”困境。UserCF体现了与用户相似的小群体的关注热点，更具社会性。知识作为引导个人、组织和社会成长发展的重要资源，具有社会属性，因此在知识推荐中使用UserCF显然更适合。
得到用户聚类结果后，采用JS散度计算用户的相似程度，在用户所在的簇中寻找兴趣相近的用户，将相似度高的用户作为近邻用户。将近邻用户的知识主题进行合并，去除当前用户已经被推荐过或用户已经产生的知识主题，从而得到待推荐的知识主题。将知识库中与用户知识主题相似的知识推荐给用户即可，用户u对主题i的感兴趣程度为：
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其中rvi表示用户u的近邻用户v对主题i的感兴趣程度。本文只使用单一行为，所以所有的rvi=1。计算得到用户兴趣指数，按照兴趣降序将知识推荐给用户。
综上，具体知识推荐流程如下：
输入：各用户合并文档

输出：各用户知识推荐列表

步骤1：对各个用户合并文档进行去停用词和分词处理，得到用户-词汇矩阵。
步骤2：采用吉布斯抽样求解模型参数，训练LDA主题模型。
步骤3：通过自适应函数得到最优主题数，根据最优主题数得到用户-主题矩阵和主题-词汇矩阵，计算主题TOP-N词。
步骤4：从用户-主题矩阵中随机生成初始化隶属度矩阵。
步骤5：根据公式（20）计算新的聚类中心。
步骤6：根据公式（19）计算新的隶属度矩阵。
步骤7：当两次隶属度矩阵的矩阵范数小于终止阈值时停止迭代。
步骤8：选取用户所在簇内TOP-N用户作为近邻用户，合并近邻用户主题得到用户兴趣主题集合。
步骤9：根据公式（21）求推荐指数并构建推荐列表。
2 实验分析
中国知网包含期刊、学位论文、统计年鉴、专利等丰富知识资源，是重要的知识共享传播平台，因此将其选为实验数据来源。本文爬取了不同层次、不同领域的25所高校所发表的期刊论文共500篇，爬取字段包括：标题、摘要、关键词、作者、单位。把对每位作者的爬取字段汇总后得到用户知识文档，经过分词和去停用词处理后的部分数据如图2所示。图中，每行为一个用户知识文档，共500行。
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图2实验数据（部分）
本文实验环境如表1所示。
表1实验主要配置
	处理器
	运行内存
	操作系统
	编程语言
	集成开发环境

	Intel酷睿I5 4210U
	4GB
	Windows 7 64-bit
	Python3.7
	PyCharm 2019.2.1


对LDA主题个数进行自适应求解得到最佳主题数为10， LDA模型运行得到用户-主题矩阵（前3个主题，前10个用户）如表2、主题-词汇矩阵（前3个主题，前20个词汇）如表3所示。
表2用户-主题矩阵（部分）
	
	Topic0
	Topic1
	Topic2

	用户1
	0.831049250535332
	0.167237687366167
	0.00021413276231263385

	用户2
	0.8595092024539877     
	0.061963190184049076
	0.061963190184049076

	用户3
	0.839047619047619
	0.15333333333333335
	0.0009523809523809524

	用户4
	0.8379844961240309
	0.10930232558139534
	0.0007751937984496124

	用户5
	0.2426751592356688
	0.0006369426751592357
	0.0006369426751592357

	用户6
	0.0001226993865030675
	0.05656441717791411
	0.0001226993865030675

	用户7
	9.337068160597573e-05
	0.1569561157796452
	9.337068160597573e-05

	用户8
	0.002681992337164751
	0.0946360153256705
	0.0001277139208173691

	用户9
	0.0001183431952662722
	0.3149112426035503
	0.0001183431952662722

	用户10
	8.658008658008658e-05
	0.2892640692640693
	8.658008658008658e-05


表3主题-词汇矩阵（部分）
	Topic0
	Topic1
	Topic2

	空间
0.01709800
研究
0.01644064
天线
0.01578328
技术
0.01512592

吸附
0.01446856

检测
0.01381119
毫米波0.01249647

圆极化0.01118174
信号
0.01118174
性能
0.01052438

设计
0.00986702

小区
0.00986702

高  
0.00920965
城市
0.00920965
阵列
0.00920965
纳米
0.00920965
网络
0.00855229

波束
0.00855229

尺寸
0.00855229

街道
0.00855229
	原子
 0.03673078

模拟  0.03613845

护理
 0.02429171
自旋
 0.02251470
系统
 0.02014536

量子
 0.02014536

研究
 0.01955302
耦合
 0.01896069

引导者 0.01599900
轨道
 0.01599900
培训
 0.01540667

教学
 0.01244499

冷  
 0.01244499

相互作用0.01126031
粒子
 0.01066798

能级
 0.01007564
专家
 0.00948330
调控
 0.00948330
超冷
 0.00948330
课程
 0.00889097
	中国   
0.04186059
理论   
0.03554878
发展   
0.02624716
现代化 
0.02458616

价值   
0.01993535

马克思 
0.01860655

马克思主义
0.01794215

国际   
0.01395574

方案   
0.01362354

社会   
0.01362354
实践   
0.01329134
人类   
0.01096594
批判   
0.01096593
研究   
0.00963714
特色   
0.00797613
哥达纲领
0.00797613

建设   
0.00764393
基础   
0.00697953
提供   
0.00697953
思想   
0.00697953


困惑度（Perplexity）是评估概率语言模型的指标，其数值越小表明模型的泛化能力和预测能力越强，表示为：
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本文的LDA算法与传统LDA算法的对比结果如图3所示，可以看出改进后的LDA算法困惑度低于传统的LDA算法。
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图3 LDA模型困惑度对比
根据LDA主题抽取结果并据FCM算法将用户划分为10个簇，各簇用户数量如表4所示。
表4 FCM聚类结果

	
	簇0
	簇1
	簇2
	簇3
	簇4
	簇5
	簇6
	簇7
	簇8
	簇9

	用户数量
	60
	60
	51
	60
	49
	40
	80
	40
	30
	30


TOP-N推荐中常用F1值（F1-Measure）度量推荐准确率。其定义如下：
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其中P为准确率（precision），R为召回率（recall），其定义为：
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本文进行了4组对比试验，结果如表5所示。
表5对比实验结果

 （注：推荐个数为6）
	
	准确率
	召回率
	F1值

	UserCF
	37.67%
	7.58%
	12.63%

	基于LDA的UserCF（LDA-UserCF）
	40.11%
	45.59%
	42.67%

	基于改进LDA的UserCF（ILDA-UserCF）
	47.99%
	56.36%
	51.84%

	基于改进LDA和FCM的UserCF（ILDA-FCM-UserCF）
	65.84%
	67.20%
	66.51%


从表5的对比结果可以看出，本文算法的准确率、召回率和F1值与其他算法相比均有明显的提高。其中ILDA-FCM-UserCF优于ILDA-UserCF，说明引入用户聚类的算法效果优于仅使用LDA模型的算法，同时 ILDA-UserCF优于LDA-UserCF，说明改进后的LDA算法较传统的LDA算法具有优越性。
3 结语
针对既有方法之不足，本文提出的算法从用户产生的知识文档出发，通过LDA模型挖掘用户感兴趣的知识主题，基于UserCF思想构建推荐列表；在计算用户兴趣相似度之前，先采用FCM算法将用户划分为兴趣相似的簇，从而缩小遍历范围、降低数据稀疏性。实验结果表明本文的算法具有可行性和比较进步性。该方法对于知识需求延续性强、发展演进相对稳定与缓和的知识推送领域，满足长文本LDA建模特征的活跃老用户，具有较强的适用性和优越性。
不过，本文研究还存在如下不足：（1）由于LDA模型在短文本上应用效果较差，本文采用了长文本进行LDA建模，而在现实中新用户或不活跃用户通常会存在知识文本较短的问题，应考虑其他有效方法对这部分用户进行推荐。（2）由于知识具有一定的时效性，用户兴趣也不断变化，知识推荐的时间会影响用户体验。本文仅列出了用户的推荐列表，尚未考虑推荐的时间问题。针对前述不足，不断改进和完善算法以进一步提高其适用性，将是下一步的工作重点。
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