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摘要：针对在线医疗社区问答文本复杂程度高、结构化程度低的特点，结合卷积神经网络（CNN）和双向长短期记忆神经网络（BiLSTM）两种深度学习模型以及条件随机场（CRF）模型，提出一套适用于在线医疗问答文本的实体识别方法并进行验证。将问答文本进行清洗和BIO标注后，分别用CNN和BiLSTM进行字级别的特征抽取，将通过两种模型抽取到的特征进行融合后放入CRF中训练出实体预测模型，再将问答文本放入训练好的模型中，得到最终的实体识别结果。以关于乳腺癌疾病问答文本为例，研究结果表明，运用该方法得到的识别结果优于其他模型，且识别准确率达到92.3%、召回率达到89.3%、F值达到90.8%。
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Abstract: In response to the characteristics of high complexity and low structure in the online medical community Q&A text, this paper proposes and verifies an entity recognition method combined with two deep learning models of convolutional neural network (CNN)，bi-directional long short-term memory (BiLSTM) and conditional random field (CRF), to promote the development of medical entity identification research for the online medical community. After the Q&A texts are cleaned and BIO labeled, feature extraction is respectively performed in word-level by CNN and BiLSTM, then the features are fused and the results are put into the CRF to train the entity prediction model, finally the question and answer text are put into the trained model to get the final entity recognition result. Taking the question-and-answer text on breast cancer as an example, the results show that the recognition results obtained by this method are superior to those of other models, and the recognition accuracy rate reaches 92.3%, the recall rate reaches 89.3%, and the F value reaches 90.8%.
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1  研究背景
自2012年谷歌提出了“知识图谱”的概念至今，知识图谱这一领域一直是科学研究和科技应用的前沿热点，其应用也涉及了从搜索到推荐等众多领域。目前，医学是知识图谱应用最广的垂直领域之一, 也是国内外人工智能领域研究的热点，在如疾病风险评估、智能辅助诊疗、医疗质量控制及医疗知识问答等智慧医疗领域都有着很好的发展前景[1]。构建医疗领域的知识图谱可以分为3个步骤：医疗实体识别、实体关系抽取、实体对齐与知识融合，其中医疗实体识别一直是构建知识图谱过程中的重难点。
在医疗领域，随着互联网的快速普及，网络技术的创新与发展已逐渐影响医患双方的行为方式，越来越多的病人在网上寻医问药，医生和医院也更加重视通过互联网进行医患之间的交流和沟通[2]，例如寻医问药网等用户规模较大的在线医疗社区中，已积累了大量医患问答文本，若能通过这些问答文本进行医疗实体识别，便可以更准确且更加深层次地挖掘患者的需求，清晰地展现患者所关心的医疗问题，从而推动医疗行业进一步发展。然而，此类在线医疗社区问答文本不仅具有传统社区类文本体量大、数据稀疏的特点，还具有医疗文本的专业性和复杂性，同时由于个人语言习惯不同，医患问答文本中还有大量简写、略写甚至模糊的表达，给医疗实体识别工作带来了巨大的挑战。
2  相关研究

命名实体识别（named entity recognition，NER）是指识别文本中具有特定意义的实体。医疗实体识别，就是从文本中识别出具有医学意义的实体，如疾病名称、治疗手段、检查方法、药物名称等。对于医疗实体识别，目前采用较多的有基于词典和规则的识别方法、基于浅层机器学习的识别方法以及基于深层神经网络的识别方法。
早期的医疗实体识别，多采用基于词典的方法。基于词典的方法是原理比较简单但也是最有效的方法之一，其基本思路是通过遍历词典进行字符串匹配而实现实体识别[3]。如，Kristina等[4]结合来自UMLS、MeSH等医学平台的信息，开发了用于识别文本中的小分子和药物的词典，并将其予以应用于识别医疗实体；宁时贤[5]通过生物医学词典识别了医学实体，经过实验验证表明，词典特征有助于生物医学实体的识别。上述基于词典的方法虽然能对医学实体进行有效识别，但由于对医学词典和医疗知识库的依赖程度较高，导致该方法的灵活程度较低。

近几年，随着人工智能与其相关技术的快速发展，“机器学习”这一概念逐渐进入人们的视野，基于浅层机器学习的实体识别方法也随之得到快速发展。浅层机器学习方法主要包括条件随机场（conditional random fields，CRF）模型、隐马尔可夫模型（HMM）、最大熵 (ME）模型、支持向量机（SVM）等[6]。王若佳等[7]针对电子病历分词后的文本，采用条件随机场机器学习算法进行实体识别，结果表示该算法对医疗实体中“检查”和“疾病”两类实体的识别效果较好。龚乐君等[8]基于领域词典和条件随机场模型，从中文电子病历文本中识别出了4类医疗实体，该模型在测试数据中的精确率达到了96.7%
2006年Hinton等[9]创建了一种多层次的神经网络训练方法，完成了神经网络从浅层到深层的转变，深度学习由此诞生。基于深度神经网络的实体识别方法在近几年成为了实体识别领域的热点，如曹明宇等[10]使用双向长短期记忆神经网络模型（bi-directional long short-term memory，BiLSTM）对医学药物类实体进行了识别，结果明显优于针对相同数据集所采用的其他识别方法；李纲等[11]采用BiLSTM-CRF模型，针对全国知识图谱与语义计算大会（China Conference on Knowledge Graph and Semantic Computing，CCKS）提供的中文电子病历做医疗实体识别，结果表明该方法能够显著提升传统CRF方法的实体识别效果；李双丽等[6]提出一种基于卷积神经网络（convolutional neural networks, CNN）-长短期记忆神经网络模型（long short-term memory，BLSTM）-CRF的医学实体识别方法，通过卷积神经网络抽取英文的字符特征和单词特征来进行实体识别，并在BiocreativeⅡGM和JNLPBA2004生物医学语料上验证了该方法的有效性。
虽然采用上述方法均能有效识别有关文本中的医疗实体，但是以上识别方法大多是针对语言专业化和结构化程度较高的电子病历文本或者医学语料库而进行的。相比于去实体医院，目前越来越多的患者选择直接在医疗社区平台或者社交媒体上进行在线的专业咨询和健康经验分享[12]，此类医患问答文本数据是患者最真实、最直接的需求和想法反馈，但针对在线医疗社区中的患者编写文本做医疗实体识别的研究仍然相对较少。因此，本研究将以在线医疗社区中的问答作为文本数据源进行医疗实体识别工作。由于在线医疗社区中的问答文本非结构化程度高、文字表达因个人语言习惯也有较大差异，因此本研究提出一种基于CNN 和BiLSTM的医疗实体识别方法。
3  基于CNN和BiLSTM的实体识别方法模型

图1为本研究提出的实体识别方法的整体框架示意图，模型整体可分为3个模块，分别为CNN模块、BiLSTM模块以及CRF模块。模型先利用字向量通过CNN识别出中文单个字的汉字级特征，再采用BiLSTM识别出结合上下文信息的特征，然后将以上两种特征相结合放入CRF模型中进行训练，最后采用寻医问药网在线医疗社区中有关乳腺癌的医患问答对方法的有效性进行验证。
首先对文本数据进行清洗去重等预处理操作，之后选取处理好的部分数据，根据定义好的实体类别采用BIO标注法对文本数据进行逐字标注，然后将标注好的数据分为训练集和测试集，其中80%为训练集，20%为测试集。接下来将训练集中的数据分别放入CNN和BiLSTM模型中抽取汉字级别的特征以及结合上下文信息的特征，并将抽取得到的特征利用连接函数融合，放入CRF模型中输出预测结果，将标注好的测试集的数据对结果进行验证，从预测结果的准确率、召回率和F值3个指标评价模型的质量。经过对上述模型中的参数多次设置和调整，选取预测结果指标最优的模型作为最终的预测模型，最后将前期未被标注的文本数据放入已训练好的预测模型中去，经过所选模型的计算，得到最终的实体识别结果。
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图1  本研究的医疗实体识别方法框架

3.1  CNN模块
20世纪60年代，科学家们在研究猫的脑皮层局部的神经元时发现，其独特的网络结构可以有效地降低反馈神经网络的复杂性，从而提出了“卷积神经网络”的概念。卷积神经网络是一类包含卷积计算且具有深度结构的前馈神经网络[13]，是深度学习的代表算法之一。自提出以来，卷积神经网络已大量应用于图像、视频等文件的处理领域中。2014年Kim[14]对CNN的输入层做了改进和调整，提出了适用于文本的处理的模型，自此CNN也被广泛应用于对文本的处理中。如，陶源等[15]结合门控线性单元和卷积神经网络在中文数据集SIGHAN2006上进行了实体识别，识别准确率达到了91.05%；曹依依等[16]采用卷积神经网络针对中文电子病历进行了实体识别，识别结果F值达到了90.31%。所以，本研究提出采用卷积神经网络模型来识别文本中的特征进行医疗实体识别。由于医患问答文本中可能由于个人语言习惯导致医疗实体间距离较远，如“我最近嗓子疼，不光是吃东西的时候疼，有时候就连喝水的时候也觉得疼，吃了阿莫西林等消炎药之后感觉好多了”这句话中，疾病实体“嗓子疼”就与药物实体“阿莫西林”距离较远，而且词向量难以处理长距离的依赖关系，因此本研究采用字向量与卷积神经网络结合的方式，首先对在线医疗社区中的问答文本进行特征抽取。
卷积的表达式用矩阵表示见式（1）。其中：s代表卷积函数；*表示卷积操作；X为输入， A为卷积核， n代表词的数量。
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在卷积神经网络中，若是二维的卷积则表示如式（2）所示。其中：i和 j分别代表二维矩阵的长和宽。
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卷积神经网络可以分为输入层、隐藏层和输出层。在适用于文本的卷积神经网络中，输入层是句子中的词对应的词向量或字向量依次排列的矩阵，假设句子有 n 个词（或字），向量的维数为 k，那么输入层的向量矩阵就是n×k 。通常用户图像识别的卷积神经网络使用的卷积核的宽度和高度是一样的（见图2），但在处理文本数据卷积神经网络中，卷积核的宽度与词向量或字向量的维度一致（见图3），只有高度可以任意设置，输入的每一行向量代表一个词或字。
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图2  图像识别的CNN卷积核                图3  文本处理的CNN卷积核
本研究采用文本的字向量作为输入层。数据通过输入层后抵达卷积层，模型设置3层卷积，卷积后的数据将会依次通过归一化处理和ReLU激活函数，后转化形状输出。其中ReLU函数的公式见式（3）：
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3.2   BiLSTM模块
长短期记忆神经网络模型是为了解决循环神经网络中的长期依赖问题和梯度消失问题而衍生出来的模型，而双向长短期记忆神经网络模型包含了两个方向的长短期记忆神经网络模型，如图4所示。
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图4  BiLSTM模型结构
在BiLST模型中，每个细胞内部结构如图5所示。其中：ht为当前隐藏层状态；xt为当前输入；ct为当前细胞状态；δ为Sigmoid激活函数。从RNN改进而来的长短期记忆模型利用门机制可以克服RNN的缺点[17]，这种门机制即通过遗忘门、输入门和输出门的引入，可以有效解决梯度消失等问题。
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      图5  BiLSTM的单元内部结构
由图5可见：
（1）遗忘门原理：上一阶段的ht−1与当前的输入xt级联之后，经过 Sigmoid 函数后与 ct−1相乘。若δ函数的输出 ft接近 0，则表示 ct−1这个信息被忘掉了。 ft的计算公式见式（4），其中W和b分别为模型的权重和偏置向量。
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            （4）
（2）输入门原理：上一阶段的ht−1与当前输入 xt级联之后，经过Sigmoid 函数后与 tanh的输出相乘，并与之前的细胞状ct−1× ft相加，得到 ct 。若it 接近 0，则表示此输入被丢弃。
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（3）输出门原理：上一阶段的ht−1与当前的输入xt级联之后，经过Sigmoid 函数后与 tanh（ct）的输出相乘，得到ht。其中O代表输出。若Ot接近 0，则表示输出细胞信息不会进入到隐藏层状态中。
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3.3  CRF模块

由于CRF能更有效地限制输出的序列位置，因此可以避免前期CNN和BiLSTM特征抽取输出的结构错误，所以在实体识别模型的最后会将数据输入线性CRF中。2001年Lafferty等[18]首次提出一种判别式概率——条件随机场模型，是在给定一组输入序列条件下另一组输出序列的条件概率分布模型，在自然语言处理中得到了广泛应用。即给出输入序列
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的概率，即
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[image: image17.wmf])

,

(

1

=

exp

)

(

1

=

)

|

(

v

m

k

k

f

k

w

k

v

Z

v

m

P

∑

               （9）
综上，本研究提出的基于在线医疗社区问答文本的医疗实体识别方法的流程可表示为如图6所示。
【图6内，最左侧一列中两处“…”待改】
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图6  本研究方法流程结构
4  实验和结果
4.1  实验环境
本研究的实验采用Python语言（版本3.7），在Pytorch深度学习框架下进行。Pytorch是Facebook开源的神经网络框架，相比于其他深度学习的编程框架而言，具有简洁、高速、易用等特点。
4.2  实验数据
爬取了寻医问药网问答模块中关于乳腺癌的12 000条患者提问及其对应的医生回复，经过清洗去重等预处理操作后，保留了10 673条有效问答文本（以下简称“样本”）（即10 673条提问和10 673条回复）。为了使数据格式统一规范以及保证问答数据一一对应，将患者提问和对应的医生回复拼接成一条数据，并将所有拼接后的文本数据作为实验数据，文本拼接格式为“患者病情描述（Q）＋医生对应回复（A）”，如表1所示。

表1  样本实验数据示例
	序号
	拼接后文本内容

	1
	[Q]右边乳房里有硬块已经好久了，痛也不痛，吃药吃了好多都不好，是乳腺癌吗？[A]建议你做个彩超和钼靶照相，必要时穿刺检查，取得病理诊断，然后再决定治疗方法

	2
	[Q]胸部里有个小肉球两三年了，也没有感觉疼痛，对生活没影响，但是害怕它是什么乳腺癌，请医生帮忙看一下，需要动手术吗？[A]建议您尽早手术治疗切除病理检查的。普外科就诊手术

	3
	[Q]右乳1个小肿块，1年多了无其他症状，是不是就排除乳腺癌。我很想知道答案。乳腺癌是一种乳腺的恶性肿瘤，早期往往不会出现任何症状，常常是患者无意间发现的。[A]针对乳腺癌，病检是明确诊断的“金标准”；但是，这种方法是有创检查。做一下钼靶照相就可以明确诊断是不是乳腺癌了


4.3  实体类别确定
根据ICD-10和各百科网站对医疗实体的划分，并参考杨锦锋等[19]和杨文明等[20]对医疗实体的分类方式，将医疗实体分为疾病（disease）、症状（symptom）、药物（medicine）、治疗（treatment）和检查（check）这5项基础类别。因患者在描述自身病情和症状时常会提及对应的身体部位，如“胸部有硬块”“淋巴结那里疼”“手指也有明显的肿胀”，若只将“硬块”“疼”“肿胀”等词标记为症状，则会遗漏部分信息或扭曲患者原有的描述意图，所以增设身体部位（body）类别，以提高症状类别识别的精确度。实体细分类别如表2所示。 
表2  医疗实体细分类别

	类别
	定义

	疾病
	疾病名词

	症状
	疾病过程中机体内的一系列机能、代谢和形态结构异常变化所引起的病人主观上的异常感觉或某些客观病态改变

	药物
	用以治疗及诊断疾病的物质（包括中药和西药）

	治疗
	用于消除、缓解症状或干预改变疾病的方法

	检查
	为验证健康状态和确认疾病或症状的医疗手段

	身体部位
	发生疾病或产生症状的部位和组织


4.4  文本标注
采用BIO标注法对预处理好的数据进行实体标注，随机选取了共计2 000条数据进行标注。 BIO标注是将每个文本中的每个字标注为“B-X”、“I-X”或者“O”的形式[21]。其中：B即Begin，表示开始；I即Intermediate，表示实体的中间或结尾；O即Other，表示其他；X表示实体的名称。则“B-X”所标注的字是X类型并且是该实体的开头，“I-X”所标注的字是X类型并且是该实体的中间部分，“O”表示不属于任何类型。如，对于“经过钼靶照相确诊了乳腺癌，现在在接受化疗”这个短句，根据BIO标注规则，其标注后的结果如表3所示。其中“钼靶照相”为检查类的实体，“乳腺癌”为疾病类的实体，“化疗”为治疗类的实体，其余均不属于任何实体类别。将标注后的2 000条数据中的1 600条作为训练集、400条作为测试集，供后续模型的训练和检验使用。
表3   样本BIO标记结果示例
	文本
	BIO标记

	经
	O

	过
	O

	钼
	B-Check

	靶
	I-Check

	照
	I-Check

	相
	I-Check

	确
	O

	诊
	O

	了
	O

	乳
	B-Disease

	腺
	I-Disease

	癌
	I-Disease

	，
	O

	现
	O

	在
	O

	在
	O

	接
	O

	受
	O

	化
	B-Treatment

	疗
	I-Treatment


4.5  实验结果
在本研究给出的医疗实体识别模型中，样本的参数设置如表4所示。
表4  样本的实体识别模型参数设置
	参数
	数值

	字向量维度/维
	300

	CNN卷积层数/层
	3

	卷积核大小
	135

	每条数据最大长度/字节
	256

	模型隐藏节点/个
	128

	时期（epoch）/次
	25

	批大小（batch size）/条
	32

	特征融合算法
	接触算法


对实验结果采用准确率、召回率和F值进行评价。其中：准确率又称为查准率，它表示实体识别的正确程度；召回率也称为查全率，它表示识别实体的覆盖度；而F值则综合考虑了精确率和召回率。上述3个指标的计算公式分别如下：
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为验证模型中CNN模块的有效性，选取BiLSTM-CRF实体识别模型作为对比，实验结果如表5所示。可以看出，基于CNN和BiLSTM的模型识别方法，总体和各个实体类别的指标结果准确率均优于BiLSTM-CRF实体识别模型，其中疾病和治疗类别的结果有较大提升，召回率和F值指标也有明显提升，说明本研究提出的基于的CNN的医疗实体识别方法在针对在线医疗社区问答文本的数据集上是有效的。
表5  样本的卷积神经网络模块有效性验证结果
	类别
	CNN-BiLSTM-CRF
	BiLSTM-CRF

	
	准确率
	召回率
	F值
	准确率
	召回率
	F值

	疾病
	95.60%
	88.87%
	92.11%
	89.96%
	80.83%
	85.15%

	症状
	76.15%
	69.42%
	72.63%
	73.91%
	72.65%
	73.28%

	药物
	97.71%
	97.64%
	97.68%
	97.33%
	93.26%
	95.25%

	治疗
	96.68%
	90.59%
	93.54%
	90.00%
	72.46%
	80.28%

	检查
	89.61%
	88.01%
	88.80%
	89.29%
	90.36%
	89.82%

	身体部位
	74.59%
	76.75%
	75.66%
	73.51%
	80.43%
	76.82%

	总体
	92.32%
	89.28%
	90.77%
	87.74%
	81.01%
	84.24%


为验证模型中BiLSTM模块的有效性，选取CNN-CRF实体识别模型作为对比，实验结果如6表所示。可以看出，基于CNN和BiLSTM的模型识别方法，各指标结果均优于CNN-CRF实体识别模型，说明本研究提出的基于的BiLSTM的医疗实体识别方法针对在线医疗社区问答文本的数据集是有效的。
【删除表中倒数三四行间多余的短横线】
   表6  样本的双向长短期记忆神经网络模块有效性验证结果
	类别
	CNN-BiLSTM-CRF
	CNN-CRF

	
	准确率
	召回率
	F值
	准确率
	召回率
	F值

	疾病
	95.60%
	88.87%
	92.11%
	90.08%
	84.27%
	87.08%

	症状
	76.15%
	69.42%
	72.63%
	74.30%
	71.62%
	72.94%

	药物
	97.71%
	97.64%
	97.68%
	96.66%
	95.98%
	96.32%

	治疗
	96.68%
	90.59%
	93.54%
	88.71%
	82.78%
	85.64%

	检查
	89.61%
	88.01%
	88.80%
	89.10%
	87.44%
	88.26%

	身体部位
	74.59%
	76.75%
	75.66%
	71.73%
	76.61%
	74.09%

	总体
	92.32%
	89.28%
	90.77%
	88.15%
	83.96%
	86.00%


5  结论
随着互联网不断深入人们生活的方方面面，以及人们对于健康的重视度逐渐提高，互联网医疗领域的研究也是当下的热点，其中通过对文本中的医疗实体识别从而构建医疗领域的知识图谱更是研究的热门。目前，在线医疗社区为广大患者提供了方便、及时的咨询平台，越来越多的人通过在线医疗社区寻医问药、查询病情，其中的医患问答对话反映了患者最真实、最直接需求，但此类文本结构化程度不高且融合了个人的语言习惯，分析较为困难，为此，本研究聚焦于此类问答文本数据，提出一种基于CNN和BiLSTM的医疗实体识别方法，致力于通过CNN和BiLSTM两种深度学习算法，分别抽取文本特征并进行融合，多方位地获取文本中的信息，以提高医疗实体识别的效果。
通过针对寻医问药网平台上关于乳腺癌疾病问答文本进行实验，结果表明本研究提出的模型方法优于BiLSTM-CRF和CNN-CRF方法，且总体识别准确率达到92.3%、召回率达到89.3%、F值达到90.8%，即表示此方法是有效的。虽然本模型方法取得了较好的识别结果，但研究数据所涉及的疾病仅包含乳腺癌，疾病类别比较单一，今后的研究将结合更多类型的疾病和医疗社区平台进行。
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