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摘要： 对建筑领域CO2排放进行控制是我国实现“双碳”目标的关键抓手。我国建筑碳排放量由1990年的44 661.73 万吨增长至2019年的20 556.03 万吨，年均增长率达12.01%，具有巨大的碳减排潜力。本文对BP神经网络、LSTM网络和PSO-LSTM模型在碳排放预测方面进行对比选优后，通过训练好的PSO-LSTM模型在低碳、基准、高碳三种情景下，分别对建筑碳排放峰值进行了预测。结果表明，低碳、基准、高碳三种情景的建筑碳排放峰值分别为226 774.56 万吨、239 738.11 万吨和253 379.47 万吨；达峰时间分别为2029年、2032年和2033年。可见，在现有社会发展背景下，仍难在2030年前实现建筑领域的碳达峰，还需采取相应的低碳措施来推进目标的实现。
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[bookmark: _GoBack]Abstract: The control of CO2 emissions in the construction sector is essential to achieve the ‘Double Carbon’ target in China. China's carbon emissions in construction sector of operation have increased from 44 661.73 million tons in 1990 to 205 560.03 million tons in 2019, with an average annual growth rate of 12.01%. The potential of construction sector to contribute to the carbon emission reduction target can not be ignored. In this paper, after comparing and selecting BP neural network, LSTM network and PSO-LSTM model for carbon emission prediction, the trained PSO-LSTM model was used to predict the peak carbon emission of buildings under three scenarios of low carbon, baseline and high carbon, respectively. The results show that the peak building carbon emissions for the low-carbon, baseline and high-carbon scenarios are 226 774.56 million tons, 239 738.11 million tons and 253 379.47 million tons, respectively; and the peak time is 2029, 2032 and 2033, respectively. It can be seen that in the existing social development context, it is still difficult to achieve the carbon peak in the building sector by 2030, and corresponding low-carbon measures are needed to promote the achievement of the goal.
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[bookmark: _Hlk101883082]
我国碳达峰、碳中和工作进入了关键期，2021年4月，习近平总书记在领导人气候峰会上讲到：“支持有条件的地方和重点行业、重点企业率先达峰。”而建筑作为能源消耗和二氧化碳排放的三大领域之一，其所产生的二氧化碳排放在我国碳排放总量的占比中达到了35%~50%[1]。可见，建筑碳排放的有效控制是实现“双碳”目标的重要组成部分。对建筑领域碳排放峰值进行预测是推动生态目标实现的有效路径。
[bookmark: _ENREF_1]对建筑碳排放的测算范围，学界已有文献并无统一的研究边界。大体上可以分为微观和宏观两大类。其中微观研究以建筑产品全寿命周期碳排放测算为主要内容，考虑了建筑产品从无到有再到无的全过程碳排放[2]，并得出建材生产和建筑运行两阶段的碳排放量最大[3,4]；宏观研究则主要以建筑产业或包含生产、建造、运行及拆除等全产业链的碳排放为测算对象[5,6]。在微观和宏观两个不同视角的研究中，运行阶段的碳排放的占比都在50%左右，因此有众多研究围绕建筑领域运行阶段的碳排放展开[7-10]。
对碳排放预测，学界也已有相当多的方法。主要包括STIRPAT模型[11]、灰色预测模型[12]、LEAP模型[13]和系统动力学模型[10]等，而后随人工智能的不断发展，越来越多的学者将机器学习方法运用到了能源和碳排放量的预测领域中，Sun和Liu[14]采用LSSVM（最小二乘支持向量机）对工业和居民的CO2排放量进行了预测，Agbulut U.[15]则用三种机器学习方法：ANN、SVM、DL对土耳其交通领域的能耗和CO2进行了预测，研究结果均表明机器学习在碳排放预测领域表现出了更好的准确性和有效性。在近期的研究中，Huang[16]使用长短期记忆模型（LSTM）对中国碳排放量进行了预测，胡剑波[17]基于LSTM模型和ARIMA-BP模型对我国碳排放强度进行了预测，通过模型精度的检验说明了深度学习网络可应用与碳排放量的预测且其预测效果更好。为解决参数无法确定的问题，一些优化算法被应用，常见的包括粒子群优化算法（PSO）[18]、鲸鱼优化算法（WOA）[19]和布谷鸟搜索算法（GCS）[20]等，通过优化的网络模型在预测和模拟的精度上都有了很大的提升。
综上，本文首先通过对建筑领域碳排放的测算进行较为全面的分析，确定本研究建筑领域碳排放的测算范围，并依据现有数据可得性及质量要求，确定基本测算方法。其次，通过多种优化算法的比对，选用粒子群算法（PSO）优化后的长短期记忆（Long short-term memory，LSTM）网络对我国建筑领域运行碳排放进行预测。最后，结合情景分析法设置碳排放影响因素的变化量，预测基准、低碳及高碳三种情景下2020-2050年之间我国建筑领域运行阶段的碳排放量。
1  建筑碳排放核算
[bookmark: _ENREF_2]建筑行业存在“能耗大、碳排放量多、投资收益高”的特点，具有巨大的碳减排潜力[20]。对建筑全生命周期碳排放的研究中，运行使用阶段的碳排放量最大，达到60%~80%[10]，并且该阶段的碳排放量和建筑能耗的关系密切，因此本文将建筑领域运行阶段产生的CO2作为研究对象，文中提及的建筑碳排放也指建筑领域运行阶段的碳排放量。然而建筑碳排放的核算是一大重难点问题，当前国内外认可度较高的三种核算方法为：排放因子法、质量平衡法和实测法三种[22]。对建筑领域运行阶段的研究大都是立足于国家宏观层面的碳排放总量的趋势分析，而排放因子法具有数据易于获得、实用性和适用性高的优点，广泛地应用于碳排放量核算的宏观研究领域中，因此本文选用该方法进行计算，其核算原理为“碳排放量=活动数据×排放因子”。本文针对城镇住宅建筑、城镇公共建筑、农村住宅建筑等不同碳排放源，由国家统计数据获取其能源消耗的活动水平数据，根据相关碳排放因子，将不同活动的能源消耗数据与其所对应的碳排放因子进行相乘并累加即得到建筑碳排放的估算值。具体计算公式如下：

                (1)
式中CE为建筑碳排放总量，Ei为第i种能源的消耗量，EFi为第i种能源的碳排放因子。
本文以1990-2019年的碳排放历史数据为研究基准，分类能源消耗量由《中国能源统计年鉴》中摘录所得，根据能源平衡表中的各分项按部门进行取舍。将生活消费，分城镇和乡村分项作为住宅建筑能源消耗数据；将批发、零售业和住宿餐饮业分项、其他分项作为公共建筑能源消耗数据，选取原煤、洗精煤、汽油、柴油等12种能源进行统计核算，并按照相关系数对交通能耗进行扣除折算。核算时所用的不同能源碳排放因子由IPCC（联合国政府间气候变化专门委员会）及国家发展和改革委员会公布的相关系数确定。我国1990-2019年的建筑碳排放量的核算结果如表1、图1。
结果显示1990-2019年间我国建筑碳排放总量整体上呈现上升趋势，从1990年的44 661.73 万吨增长至2019年的20 556.03 万吨，年均增长率达12.01%；同样地，整体上我国人均建筑碳排放量也呈现出了逐年上涨趋势。碳排放总量和人均排放量的逐年增加，说明建筑领域具有极高的低碳减排潜力，是我国实现“双碳“目标的重要抓手。因此对建筑碳排放进行核算和峰值预测对建筑领域的碳减排工作和我国“双碳”目标的实现具有重要意义。

	表1  1990-2019年的建筑碳排放量

	年份
	碳排放量/万吨
	年份
	碳排放量/万吨

	
	公共建筑
	住宅建筑
	建筑
碳排放
	
	公共建筑
	住宅建筑
	建筑
碳排放

	1990 
	8 335.19 
	36 323.90 
	44 659.09 
	2005 
	39 314.86 
	50258.77 
	89 573.63 

	1991 
	8 904.80 
	36 537.14 
	45 441.93 
	2006 
	32 042.29 
	55 233.16 
	87 275.45 

	1992 
	9 356.11 
	34 616.91 
	43 973.02 
	2007 
	34 976.88 
	61 261.81 
	96 238.69 

	1993 
	11 533.43 
	34 633.07 
	46 166.50 
	2008 
	37 576.21 
	62 941.10 
	100 517.32 

	1994 
	12 488.98 
	34 138.22 
	46 627.20 
	2009 
	41 145.50 
	66 962.44 
	108 107.94 

	1995 
	10 954.84 
	36 247.53 
	47 202.37 
	2010 
	44 687.47 
	70 380.55 
	115 068.02 

	1996 
	11 913.43 
	38 766.59 
	50 680.02 
	2011 
	50 129.58 
	75 400.02 
	125 529.61 

	1997 
	10 054.66 
	36 233.86 
	46 288.52 
	2012 
	55 204.68 
	81 128.34 
	136 333.01 

	1998 
	11 692.07 
	19 695.40 
	31 387.47 
	2013 
	59 817.78 
	88 429.42 
	148 247.19 

	1999 
	12 603.70 
	31 435.85 
	44 039.55 
	2014 
	61 952.94 
	91 691.30 
	153 644.24 

	2000 
	15 405.27 
	31 841.24 
	47 246.51 
	2015 
	66 185.74 
	97 118.43 
	163 304.17 

	2001 
	16 558.14 
	33 064.59 
	49 622.73 
	2016 
	71 026.10 
	104 563.82 
	175 589.92 

	2002 
	18 358.80 
	35 005.12 
	53 363.93 
	2017 
	74 476.09 
	110 978.91 
	185 455.00 

	2003 
	22 218.48 
	39 433.88 
	61 652.35 
	2018 
	80 724.10 
	117 513.68 
	198 237.79 

	2004 
	25 516.20 
	45 051.00 
	70 567.20 
	2019 
	85 112.96 
	119 881.59 
	204 994.54 
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图1  建筑碳排放量及人均建筑碳排放量图示
2  粒子群算法优化LSTM网络
2.1  LSTM网络
长短期记忆网络(Long Short Term Memory Networks, LSTM)是Hochreiter和 Schmidhuber[23]提出的对循环神经网络（RNN）的变体，其具有记忆长短期信息的能力。该模型克服了机器学习中梯度消失和梯度爆炸的问题，对于时间序列数据有良好的处理能力。LSTM的单元结构如图2所示：
[image: lstm网络]
图2  LSTM网络的循环单元结构


LSTM模型中，每个神经元中都含有三个基本的单元门，这三个门单元是一种机制，通过乘法操作来确定每个单独的存储单元的状态。根据功能不同，门单元分为输入门it、输出门和遗忘门，LSTM网络预测的具体过程如下：
首先计算遗忘门，遗忘门能控制上一个时刻的内部状态需要遗忘多少信息，且通过该门读取ht-1和Xt，ht-1表示上一时刻隐含层的输出，Xt表示当前细胞的输入。当完成后输出的结果被读取后，会得到一个0~1的数值作为输出结果，并以此对每个在细胞状态的Ct-1进行赋值。0表示关闭状态，任何信息不得通过，1表示开放状态，信息全数保留。遗忘门算法如式2

               (2) 
式中ft为遗忘门的输出值、б是Sigmoid函数、Wf为遗忘门的权重矩阵、bf为遗忘门的偏置项。
其次是计算输入门，它控制着当前时刻有多少信息需要储存。其包含两部分的内容，首先Sigmoid层会决定哪些信息需要更新；随后tanh层会生成一个新的候选值向量，即备选的用来更新的内容。这两部分结合就能对cell的状态进行更新。输入门算法如式3、式4

              (3)

          (4) 

输入门会不断刷新细胞状态，将Ct-1更新为Ct。旧状态Ct-1与ft相乘表示需要丢弃的信息，将其与相加就能得到新的候选值，如式5

                  (5) 
最后计算输出门，其能基于过滤后的细胞状态进行输出。首先会根据Sigmoid函数确定输出的初始值，其次利用tanh函数计算细胞状态中即将输出的值，最后把这两个结果相乘得到最终的输出值。输出门算法如式6、式7

            (6) 
                     (7)
式中tanh为双曲正切激活函数。
2.2  粒子群算法原理
粒子群优化算法（Particle Swarm Optimization，PSO）最早是由Eberhart博士与Kennedy博士[24]提出的，是一种用于全局搜索最优值的改进算法。该算法起源于对鸟种群觅食行为中迁徙和聚集的模拟，如果一群鸟在随机觅食，而该区域只有一种食物，那么最高效的觅食策略是在离当前猎物最近的鸟周围搜索。PSO算法以该模型为基础[25]，被广泛用于解决各种优化问题。在对优化问题求解时，问题的潜在解对应于搜索空间中某一只鸟的具体位置，通常将这些“鸟”称为粒子（particle）或主体（agent）。每个粒子在空间中不断飞行，拥有自己的速度和位置，在搜寻最佳位置的过程中，首先会随机产生一组解，而空间中的粒子会记忆、追随当前的最优粒子，随即重复上述过程不断迭代，在解空间中搜寻。然而每次迭代的过程并不是完全随机的，PSO具有强大的学习功能，会以上一次找到的较好解为依据，去寻找下一个更优解。
假设在多维搜索空间中，群体中有m个粒子，在第t次迭代中，第i个粒子的位置和速度分别为Xi,t和Vi,t，粒子通过监督两个“极值”来更新自己：第一个是粒子本身所找到的最好解，叫做个体极值点(用pbest表示)，另一个就是目前群体所找到的最优解，称为全局极值点（用gbest表示）。粒子速度与位置更新方程为：


(8)             (9)
式中w是惯性系数，取值通常在0.1到0.9之间；C1与C2是学习因子，调节向全局最好粒子和个体最好粒子方向飞行的最大步长，通常令c1=c2=2；rand是[0,1]之间的随机数，λ为速度系数，为=1。
2.3  粒子群算法优化LSTM
虽然LSTM模型在时间序列数据的处理上具有显著优势，但其参数往往难以确定，不同参数的选取对预测结果存在很大的影响。由于PSO算法具有良好的全局寻优能力和收敛速度，于是引入粒子群算法来对LSTM网络进行优化，改进了LSTM模型初始连接权重和参数获取不够准确的问题，增强了参数选择的客观性，能对碳排放数据做出更加精准的预测。据此本文提出了一种组合模型PSO-LSTM对建筑碳排放量进行预测，思路如下：
（1） 首先对建筑碳排放的影响因素进行分析，并利用Pearson相关性分析考察各个影响因素与建筑碳排放的相关性，随即得到碳排放预测模型的输入层数据。
（2） 针对LSTM网络参数难以确定的缺陷，提出用PSO算法优化的LSTM网络，对LSTM网络的参数进行寻优，提高模型预测的可靠性和精确度。
（3） 采用相关的误差指标及1990-2019年共计30年的数据，并划定训练集和测试集对PSO-LSTM模型进行精度检验，同时和传统LSTM模型进行对比。
（4） 将影响因素设定低碳、基准和高碳三种情景，根据训练好的模型作为预测的输入数据，对我国未来建筑碳排放量进行外推预测，考察不同情景下的达峰时间，并由此给出相应的建议。
具体预测的流程如图3所示：


图3  PSO-LSTM模型预测流程图
3  PSO-LSTM预测建筑碳排放的实证研究
3.1  建筑运行碳排放影响因素选取
由于本文研究的对象是建筑领域的碳排放而非总量碳排放，在各类影响因素中人口、经济和空间这三类会呈现出更强的相关性[26]。因此选取这三类影响因素，共计6个影响因素，即人口总量、城镇化率、GDP、产业结构、城镇建筑面积[10、22、27]。对应建筑能耗，建筑碳排放指的是建筑中用于采暖、照明、制冷等工具产生的CO2排放，而这些行为的执行者都是人，人口的增加必然会带来各种能源需求总量的增加，从而带来CO2排放量的增加；同样地，城镇化会使得大量人口向城镇聚集，城镇地区有着更丰富的能源需求，因而也会产生更多的CO2排放；产业结构和技术水平从侧面反映了我国的经济水平，这两个因素和我国GDP水平会影响我国城镇居民的能源消费习惯，而能源消费的多少决定了CO2的排放量；此外，建成区面积是能反映建筑规模的指标，其在一定程度上决定了因建筑运行产生的CO2总量。因此选取这6个因素作为影响建筑运行碳排放的影响因素。
对上述6个影响因素的水平进行测度时，用年末常住人口衡量人口总量；用人口城镇化率作为城镇化率；为规避价格的影响，GDP的衡量采用1990年的不变价考虑各个年份的实际GDP；研究与试验发展经费（R&D）是我国科技经费的重要来源，因此采用其投入强度衡量技术水平；产业结构的衡量采用第三产业的增加值占GDP考虑；建筑面积则采用建成区面积衡量。上述的详细数据主要来源于各年的《中国统计年鉴》，各变量描述性统计结果如表2所示。  
表2  变量描述性统计
	变量
	最小值
	最大值
	均值
	标准差
	方差

	GDP
	9.85
	12.49
	11.26
	0.82
	0.67

	人口总量
	11.65
	11.86
	11.77
	0.06
	0.00

	城镇化
水平
	3.27
	4.14
	3.72
	0.28
	0.08

	技术水平
	0.40
	2.24
	1.29
	0.62
	0.38

	产业结构
	8.72
	13.19
	11.21
	1.33
	1.76

	建筑面积
	9.46
	11.01
	10.31
	0.46
	0.22


在将这些因素作为输入参数输入粒子群算法改进的LSTM模型时，对各因素进行了相关性分析。利用了Pearson相关性分析，计算出了相关性系数，分析结果如表3所示。结果表明这6个因素的Pearson相关度都很好，除了人口总量，均大于0.9，且在P<0.01的水平下显著。可见，这6个因素与建筑碳排放有着极高的相关度，因此将这个6个因素作为模型的输入层。
表3  影响因素相关性分析
	因素类别
	人口
	经济
	空间

	具体因素
	人口总量
	城镇化率
	GDP
	产业结构
	技术水平
	建筑面积

	建筑运行碳排放
	.883**
	.919**
	.928**
	.916**
	.953**
	.927**

	注：**.表示在0.01水平，相关性显著



3.2  模型的拟合及有效性检验
选取我国1990-2014年共25年的建筑运行碳排放数据作为训练样本，2015-2019年共5年的数据作为测试样本。算法实验在 Matlab R2021环境下进行，通过1990年到2014年的25组数据拟合来预测2015年到2019年的建筑碳排放量。由第4小节可知，影响因素与碳排放量之间存在显著的相关性关系，因此模型将选取的6个主要建筑碳排放影响因素作为PSO-LSTM模型的输入参数。为避免输入数据数量级差别较大而产生较大误差，实验中的所有时间序列数据均需要进行归一化处理，按照式（10）进行，式中：X*i为归一化后的值；X为原始值；Xmax和Xmin分别代表各个影响因素序列原始数据的最大值和最小值。

                (10) 
在回归预测领域，BP神经网络已经在实践中得到了多次使用，但作为单一的神经网络，由于缺少反馈结构其并没有考虑历史数据样本的记忆信息；而RNN网络在此基础上进行改进，突破了传统神经网络对忽略时间信息的问题，但依然存在梯度膨胀、梯度爆炸及梯度消失导致的训练困难的问题；LSTM模型又在此基础上进行了改进。因此，在模型的精度的比较中将BP神经网络和LSTM模型作为对照组。PSO-LSTM模型中采用PSO算法对隐含层节点、训练次数和学习率寻优。
将四种算法分别依次运行50次，对所得的预测结果求均值，分别得到训练集1990-2014年和测试集2015-2019年的建筑碳排放量，预测结果如图4所示。
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图4  历史数据预测结果
为对模型预测效果作出直观评价，本文选取了4种误差指标：MAE(平均绝对误差)、RMSE(均方根误差)、MAPE(平均绝对百分比误差)以及确定系数R2。研究对象的数量等级会对MAE和RMSE的绝对数值产生影响，而MAPE作为百分比误差规避了这种差异。Pao and TSai[28]根据MAPE的大小把预测效果分为：高精度预测(MAPE≤10%)、良好预测(10%≤MAPE≤10%20%)、合理预测(20.0%≤MAPE≤50.00%)和不准确预测(50.00%≤MAPE≤100.00%)四类。误差指标的计算方法如下：


             (11)            (12)

      (13)

              (14)
式中：Xi是建筑碳排放量的真实值，X’i是所得的预测值，i是碳排放实际值的平均值，n为样本集的个数。MAE、RMSE、MAPE均是越小越好的指标，R2越接近1证明模型拟合效果越好。各模型误差结果如表4及图5所示。
表4  误差指标计算结果
	项目
	指标
	BP
	LSTM
	PS0-LSTM

	CO2
	R2
	0.884 0
	0.913 2
	0.932 8

	
	RMSE，108t
	2.74
	4.64
	0.96

	
	MAE，108t
	2.43
	4.58
	0.81

	
	MAPE，%
	12.65%
	4.90%
	3.96%


通过对三种模型对历史数据的预测效果和模型误差指标的对比，可以看出经过粒子群算法优化后的LSTM模型的预测能力优于BP神经网络和原始的LSTM模型，其对于历史数据呈现出了更好的拟合预测效果；同样地，从误差指标分析，PSO-LSTM各项指标都更优。PSO-LSTM模型的R2为0.932 8，而MAPE仅为3.96%，均是三种模型中最佳的，可见其精确度更高。这也说明粒子群算法可以提升LSTM的预测效果，改进后的LSTM模型能够更好地捕捉数据变化的长期趋势，进而能够进行更加精准的预测，因此在3.3节选用PSO-LSTM模型对建筑碳排放的峰值进行预测。
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图5  误差指标图示

3.3  多情景预测
3.3.1 建筑碳排放影响因素模拟
将3.1小结确定的人口总量、城镇化率等六个影响因素作为研究对象，参考大量的公报及政策文件设定高、中、低三种排放情况，分别对应碳排放高碳模式、基准模式及低碳模式。情景分析的预测年限为2020-2050年，合计31年，由于预测年限较长，为保证预测结果的合理性与科学性，各个影响因素将分别设置3个预测频段：
GDP，2020年受到新冠肺炎疫情的严重冲击，我国GDP增速降至2.3%，同比增速下降4%。而2021年以来，经济逐步恢复，市场相关机构对我国的GDP增速的预测均在8%左右。在“十四五“规划和二〇三五远景目标建议中也明确提出了2035年实现经济总量或人均收入翻一番的目标。据此，方琦等[29]对我国GDP增速做出了2022年增速回落6%，2023-2035年匀速下降的预测。而根据清华大学国情研究院课题组的预测[30]，我国GDP在2031—2035年间的增速为2.84%~5.59%，在2036—2050年间的增速为3.2%~3.95%。
人口，从1990-2020年间的历史数据来看，我国人口增速呈现大幅放缓趋势，即便是在2016年开放二孩政策实施以来，五年间的年均增速也只有0.28%，而我国每年的出生人口从2017年至今连续四年下降。2021年5月31日，我国三孩生育政策开始实施，该政策将会在一定程度上对我国人口的增长起到一定的刺激。但参考“全面二孩“政策带来的生育势能经验，推测3-5年内该政策带来的生育势能释放完毕。根据中国人口与发展研究中心预测，中国人口数量在2027年将达到峰值14.17 亿，此后将进入持续的负增长状态，2035年降至14.03 亿、2050年降至13.21 亿。
城镇化率，2020年我国人口城镇化率达到63.89%，而世界上发达国家城镇化率均超过80%，并趋于稳定。“十四五“期间我国城镇化率预计年均提高1.03%，较“十三五“时期有所下降。根据中国社科院人口与劳动经济研究所发布的《人口与劳动绿皮书》，我国城镇化发展的增速将在“十四五“期间出现开始放缓的“拐点“，在2035年后呈现相对稳定的态势，而峰值将大概率出现在75%~80%。
第三产业增加值，根据发达国家经验，当进入发达服务经济社会时，第三产业增加值比重将超过70%[31]，胡鞍钢预测其比重在2035年时将达到65.6%左右，到2050年将进一步上升至70.5%左右[32]。
技术水平，从总量来看，1990年我国的R&D经费投入仅75.49 亿元，而2020年则跃升至24 383.67 亿元，2013年后我国R&D经费投入水平一直位于世界第二；从投入强度上看，1990年仅为0.4%，2002年首次突破1%，2014年首次突破2%，到2018年提升至2.14%，超过欧盟15国的平均水平。根据我国创新驱动第二步的战略目标，2030年我国要跻身创新型国家前列，相应的R&D经费投入强度要达到2.8%。
建筑面积，1990-2020年间我国城市建成区面积每年持续增长，2011年前，年均增长率为10.87%，2012年开始增长速度有所放缓，年均增长率降至3.7%。随着我国城市化的推进，我国城市规模会进一步扩张，进而使得建成区面积增加。
综上所述，各影响因素情景设置结果如表5所示。
表5  参数情景设定
	
	情景
	高碳情景
	基准情景
	低碳情景

	人口
	2021-2027
	0.21%
	0.18%
	0.15%

	
	2028-2035
	-0.07%
	-0.10%
	-0.13%

	
	2036-2050
	-0.35%
	-0.38%
	-0.41%

	GDP
	2021-2025
	6.5%
	6%
	5.5%

	
	2026-2035
	4.5%
	4%
	3.5%

	
	2036-2050
	4%
	3.5%
	3%

	城镇化率
	2021-2025
	1.25%
	1.1%
	0.95%

	
	2026-2035
	0.9%
	0.75%
	0.6%

	
	2036-2050
	0.45%
	0.3%
	0.15%

	R&D投入强度
	2021-2030
	1.1%
	1.3%
	1.5%

	
	2031-2040
	1.3%
	1.5%
	1.7%

	
	2041-2050
	1.0%
	1.2%
	1.4%

	第三产业增加值
	2021-2030
	1.15%
	1.0%
	0.85%

	
	2031-2040
	1.35%
	1.2%
	1.05%

	
	2041-2050
	1.05%
	0.9%
	0.75%

	建成区面积
	2021-2025
	2.8%
	2.5%
	2.2%

	
	2026-2035
	2.2%
	1.9%
	1.6%

	
	2036-2050
	1.3%
	1.0%
	0.7%


3.3.2 多情景预测结果
在PSO-LSTM模型的拟合结果和有效性检验结果良好的前提下对未来31年，即2020年到2050年的数据进行预测，考察这段时间内建筑碳排放量情况、峰值及达峰的年份。依据3.3.1小结的情景预测设定，利用训练好的PSO-LSTM网络分情景逐年对我国建筑碳排放量进行预测，分别得到低碳、基准和高碳三种情景下我国2020-2050年的建筑碳排放量如图6所示。值得说明的是，采用训练好的PSO-LSTM进行外推预测时，将上一时刻得到的预测结果在网络中进行了更新作为了输入层数据，使得预测的误差产生累计，因而会造成模型精度的下降。
预测结果显示，我国未来建筑碳排放量总体呈现出右部平缓的“倒U型“趋势。不同情情景下我国建筑碳排放峰值不同，且达峰的时间也有所区别。高碳情境下建筑碳排放将以更高的速度增加且峰值最大为253 379.468 8 万吨，并且在2033年才能达到峰值；基准情景是更加符合社会现实的发展状态，该情境下我国建筑碳排放将在2032年达到239 738.109 4 万吨的峰值，仅建筑领域自身来说，并不能实现“双碳战略”中2030年前达峰的目标；而在低碳情境下我国建筑碳排放将在2029年达到峰值，为226 774.562 5 万吨。分别对比三种情景，显然低碳情景是建筑领域实现碳达峰目标的路径，从峰值结果看低碳情景分别比基准和高碳情景的峰值减少了12 963.546 9 万吨、26 604.906 3 万吨，而从达峰时间则从基准情景的2032年和高碳情景的2033年提前到了2029年，在2030年前达到了峰值且在后续的年份中表现出了较为明显的碳排放的减少趋势。

[image: 碳排放量预测结果]
图6  2020-2050建筑碳排放预测结果

结合3.1小节影响因素的相关性分析可知道本文选取的主要影响因素都会促进建筑碳排放量的增加，但预测建筑碳排放量却出现了峰值，分析其原因是研究期内（1990年至2019年）相关因素的“规模效应”占据主导地位，如城镇化的急速发展带来的城镇扩张使得人口大量在城镇聚集，建筑运行阶段能源消耗总量大；而技术进步前期各方需要投入大量的能源，使得CO2的排放增大。然而随着社会发展水平质量的提高，“质量效应”开始逐渐显现：城镇化发展到较高水平时，其通过人力资本积累使得城镇居民能源消费习惯发生转变，而技术水平的提高则会催生出一系列绿色节能的低碳建筑，这两种情况都会使得建筑在运行阶段产生的碳排放量降低。结合预测结果不难发现，建筑领域想要在2030年前实现“碳达峰”的目标，还需采取相应的低碳措施，促进碳减排工作的开展，应在经济社会保持稳定增长的趋势下，通过推动城镇化的高质量发展以及通过技术水平的提高实现建筑领域的清洁生产和节能减排使得建筑碳排放的尽早达峰，实现社会发展与环境保护的双赢。
4 结论及建议
（1）主要结论
针对我国建筑碳排放达峰问题，本文根据文本分析将建筑碳排放的影响因素分为人口、经济和空间三类，选定了六个主要影响因素，通过PSO-LSTM网络模型进行预测，得到了如下研究结论：
1）1990-2019年我国建筑碳排放总量呈现逐步上升的趋势，从1990年的44 661.73 万吨增长至2019年的20 556.03 万吨，年均增长率达12.01%。
2）在于BP神经网络和LSTM网络的对比中，PSO-LSTM模型的预测表现出了更优的预测能力，精度更高，更适用于碳排放这类时间序列数据的预测。
3）通过训练好的PSO-LSTM模型对低碳、基准和高碳三种情景的建筑碳排放进行预测，得到三种情况的峰值分别为226 774.562 5 万吨、239 738.109 4 万吨和253 379.468 8 万吨；而达峰时间分别为2029年、2032年和2033年。
（2）对策建议
基于以上研究结论，为尽早实现我国建筑领域碳排放的达峰，推动影响因素从“规模效应”到“质量效应”的转变，提出以下对策建议：第一，重点推进城镇化的高质量发展。城镇化的急速发展是影响建筑碳排放的主要因素，在经济社会保持稳定增长的趋势下，一方面要提高城镇居民建筑内能源消耗的低碳意识，另一方面要完善相关激励政策制度，加强建筑领域低碳高质量发展的推广和应用。第二，重点发展建筑领域的绿色低碳技术与产品。发挥技术进步在建筑领域的能效，如提高建筑产品的节能标准、推广超低能耗建筑的落地实施、积极推动清洁生产技术在建筑领域的实施。通过上述等方面的举措，发挥重点因素的“质量效应”作用，从而实现建筑领域碳排放的尽早达峰及其碳减排工作的顺利开展。
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