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摘要：数据价值评估与定价是数据要素市场化和资产化的关键问题，对促进数据的要素流转、价值挖掘与数字经济的发展至关重要。针对现有的数据资源价值评估与定价方法主观性强、定量标准缺乏的问题，提出了基于Stacked-GBDT算法的数据资源价值评估方法。首先，基于敏感性分析，从数据自身和市场两个维度归纳并建立了数据资源价值评估指标体系；然后，基于GBDT机器学习算法与Stacking集成学习算法，提出了基于Stacked-GBDT的数据资源价值评估算法，并与Random Forest和XGBoost算法进行对比以验证本文所提方法的正确性及有效性；最后，应用Stacked-GBDT模型对数据集进行动态定价。结果表明，本文所提Stacked-GBDT算法构建的数据资源价值评估模型可为数据价值测算及动态定价提供精确可靠的依据与支撑。
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Research on data resource value assessment method based on dynamic Stacked-GBDT ensemble learning
Shen Junxin，Zhao Xueshan
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Abstract：Data value assessment and pricing is a key issue in the marketization and assetization of data elements, which is crucial to promote the flow of data elements, value mining and the development of digital economy. In response to the problems that the existing data resource value assessment and pricing methods are highly subjective and lack of quantitative standards, a data resource value assessment and dynamic pricing method based on Stacked-GBDT algorithm is proposed. Firstly, based on sensitivity analysis, the data resource value evaluation index system is summarized and established from two dimensions: data itself and market factors; then, based on GBDT machine learning algorithm and Stacking integrated learning algorithm, the Stacked-GBDT-based data resource value evaluation algorithm is proposed, and compared with Random Forest and XGBoost. Finally, the Stacked-GBDT model is applied to dynamically price the data set. The results show that the data resource value evaluation model constructed by the Stacked-GBDT algorithm in this paper can provide accurate and reliable basis and support for data value measurement and dynamic pricing.
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数字经济时代，如何利用好、发挥出数据要素的价值是当下生产力发展和提高的关键，也是经济政策和经济研究格局变革的关键[[endnoteRef:1]]；企业转型、技术经济与发展范式跃迁、国民经济循环效率提升都要依靠数据要素这一新时代下的基础生产要素来提供新动力、加快新进程[[endnoteRef:2]]。数据资源可以在所有社会成员和生产部门之间自由流转是数据要素市场化的基本要求[[endnoteRef:3]]，但数据交易平台存在定价标准模糊、交易规则缺失、买卖双方信息不对称的问题[[endnoteRef:4]]，极大的制约了数据资源的流动及数字经济的发展[[endnoteRef:5]]。我国数据要素市场化建设要求加快数据标准制定、健全数据评估和定价机制、拓展数据市场交易平台、优化数据资源配置、完善数据交易系统[[endnoteRef:6]]。现阶段，国内大数据交易市场已经初见规模，但仍不够规范和统一，其可持续发展还需要依靠合理的定价及政府性指导[[endnoteRef:7]]。现有数据交易的交易成本普遍偏高且数据质量无法得到有力保障，是由于目前数据交易环境存在定价标准模糊、交易规则缺失、交易双方信息不对称的问题，这些问题极大地限制了数据资产的流动，阻碍了数字经济的发展[[endnoteRef:8]]，而数据能够在所有社会成员和各生产部门之间流通是数据要素市场化的要求。数据定价作为数据交易市场的基础，在数据被当作重要生产要素过程中有着关键作用。目前数据交易市场，交易价格混乱、数据资源利用率低下、企业盈利能力不足的现状，亟待合理的数据定价方法来改变[[endnoteRef:9]]；同时，合理的数据定价方法还可以吸引更多的潜在用户参与交易，进一步提高企业盈利，从而为数据产业的发展注入活力。在当前的数据交易市场中，透明度低的买卖双方、严重不对称的信息，造成了目前数据市场上数据定价的混乱。若能建立合理的价值评估机制及数据资源定价标准，既能促进数据流通也能改善数据市场交易效率。 [1: [] LIANG F, YU W, AN D, et al. A survey on big data market: pricing, trading and protection[J]. IEEE Access, 2018, 6:15132–15154.]  [2: [] 尹西明,林镇阳,陈劲,等.数据要素价值化动态过程机制研究[J].科学学研究,2022, 40(02): 220-229.]  [3: [] 戚聿东,刘欢欢.数字经济下数据的生产要素属性及其市场化配置机制研究[J].经济纵横,2020(11):63-76+2.]  [4: [] 周耀林,常大伟.大数据资源统筹发展的困境分析与对策研究[J].图书馆学研究,2018(14):66-70+51.]  [5: [] 何培育,王潇睿.我国大数据交易平台的现实困境及对策研究[J].现代情报,2017,37(8):98-105+153.]  [6: [] 穆勇,王薇,赵莹,等.我国数据资源资产化管理现状、问题及对策研究[J].电子政务,2017(02):66–74.]  [7: [] 刘朝阳.大数据定价问题分析[J].图书情报知识,2016(01):57–64.]  [8: [] 陆岷峰,欧阳文杰.数据要素市场化与数据资产估值与定价的体制机制研究[J].新疆社会科学,2021(01):43-53+168.]  [9: [] SAKR M. A data model and algorithms for a spatial data marketplace[J]. International Journal of Geographical Information Science, 2018, 32(11): 2140-2168.] 

缺乏合理且有效的数据资源价值评估定价方法是限制目前数据要素市场化、大数据交易平台发展的关键卡点[[endnoteRef:10]]。实现以价值为导向的持续运营能力提升是数据资产运营的核心目标，其关键在于数据资产价值评估环节的补全，多维量化分析企业数字资产价值并为企业数据资产价值运营决策提供支持，真正意义上的做到数据资产运营的价值闭环，有效盘活数据资产价值。 [10: [] LUONG N C, HOANG D T, WANG P, et al. Data collection and wireless communication in Internet of Things (IoT ) using economic analysis and pricing models: a survey[J]. IEEE Communications Surveys & Tutorials, 2016, 18(4): 2546-2590.] 

1 相关研究述评
1.1 数据资源价值评估方法
国内外学者针对数据资源价值评估展开了相关研究，大致可以分为无形资产评估方法、定量影响因子评估方法和智能评估方法等三类。
[bookmark: bau005]无形资产评估方法指将数据资产当成无形资产，应用一种或者多种传统的无形资产评估方法来评估数据资源价值的方法，包括成本法、市场法、收益法[[endnoteRef:11]]。数据资源具有与传统无形资产、金融资产不同的特点，不能直接应用无形资产评估方法[[endnoteRef:12]]。定量影响因子评价方法是基于分析方法确定数据资产价值影响因子权重以构建数据资产评估模型。Saiko 等[[endnoteRef:13]]提出通过对数据本身和质量等多维度的特征进行重要性和价值定量评估，再结合价值矩阵等定性分析方法，最后得到数据的综合价值。李菲菲等[[endnoteRef:14]]从不同角度建立了基于层次分析法的数据资产价值评估模型。Yu等[[endnoteRef:15]]根据数据的内在属性，即颗粒度和隐私，提出了数据评估方法。智能评估方法是指使用聚类、分类、回归类机器学习方法计算数据资产的价值。智能评估方法相比上述方法对数据资源的特征具有更好的适用性，具体表现为：评估标准更客观、处理能力更强大、数据特征更适应。Anish Agarwal等[[endnoteRef:16]]使用机器学习算法设计用于购买和出售机器学习训练数据的实时数据市场。Cong等[[endnoteRef:17]]提出了机器学习部署的步骤中为终端用户的模型定价。倪渊等[[endnoteRef:18]]建立了基于AGA-BP神经网络且考虑诸多数据指标及其价值非线性关系的数据资源评估模型。智能算法评估相对于传统算法在非线性拟合能力、预测精度、可量化程度和运算效率等方面有强大的优势。但目前，智能算法在数据资源价值评估领域的应用还不够深入，需要进一步研究以充分发挥智能算法在数据资源价值评估领域的优势。 [11: [] 李静萍.数据资产核算研究[J].统计研究,2020,37(11):3-14.]  [12: [] 熊巧琴,汤珂.数据要素的界权、交易和定价研究进展[J].经济学动态,2021(02):143–158.]  [13: [] SAJKO M, RABUZIN K, BAČA M. How to calculate information value for effective security risk assessment[J]. Journal of Information and Organizational Sciences, 2006, 30(2): 263–278.]  [14: [] 李菲菲,关杨,王胜文,等.信息生态视角下供电企业数据资产管理模型及价值评估方法研究[J].情报科学,2019,37(10):46–52.]  [15: [] YU H, ZHANG M. Data pricing strategy based on data quality[J]. Computers & Industrial Engineering, 2017, 112: 1–10.]  [16: [] AGARWAL A, DAHLEH M, SARKAR T. A marketplace for data: an algorithmic solution[C]//Proceedings of the 2019 ACM Conference on Economics and Computation. New York, NY, USA: Association for Computing Machinery, 2019: 701–726.]  [17: [] CONG Z, LUO X, PEI J, et al. Data pricing in machine learning pipelines[J]. Knowledge and Information Systems, 2022: 1–39.]  [18: [] 倪渊,李子峰,张健.基于AGA-BP神经网络的网络平台交易环境下数据资源价值评估研究[J].情报理论与实践,2020,43(01):135–142.] 

1.2 研究述评
学者们从不同角度对数据资源价值影响因素的挖掘逐渐趋于全面，缺乏各影响因素与数据资源价值的定量影响分析。现有方法通过借鉴传统无形资产评估方法初见成效，但均存在不同程度的局限性：
（1）传统的无形资产评估方法通过单种或者多种混合的传统无形资产评估方法来衡量数据资产的价值，一部分研究直接将数据资产视为无形资产；另一部分研究根据数据资产的增值特性与无形资产相区别，但是并未考虑数据资源增值的问题；
（2）定量影响因素评估方法从数据资产成本、应用、维护等不同角度提出了数据资产价值的影响因素，并根据层次分析法对各种价值影响因素进行权重分析，最后建立数据资产价值评估模型，但其主观性较强，不能形成客观量化的价值判断指标。
[bookmark: _Hlk78194629]智能算法可以通过时间维度的指标设计解决数据增值的测量问题；可以通过算法的计算规避以往研究数据资源价值时主观给定价值影响系数等问题。综合判断，智能算法在数据资源价值评估的应用更客观，更有效率，适用性也更广。为解决上述问题，本文提出了基于Stacked-GBDT集成学习的数据资源价值评估方法。首先，基于敏感性分析，从数据的本身因素和市场因素两个维度归纳建立了数据资源价值影响要素指标体系；然后，基于梯度提升决策树（Gradient Boosting Decision Tree，GBDT）机器学习算法与Stacking集成学习算法，提出了基于Stacked-GBDT的数据资源价值评估算法，并与Random Forest和XGBoost算法进行对比以验证本文所提方法的正确性及有效性；最后，应用Stacked-GBDT模型对数据集进行动态定价。
2 数据资源价值评估指标体系
数据资源价值受到本身因素与市场因素的双重影响。从数据资源本身因素考虑，数据规模、数据类型、数据所属行业、数据内容和数据质量等均对数据资源价值有显著影响[8-10]，其中数据质量相关指标主要包括数据的完整性、独特性、有效性、准确性和一致性[[endnoteRef:19]]；从数据资源市场因素考虑，数据购买量、数据应用价值度和数据稀缺度等对数据资源价值有显著影响[6,10,15]。 [19: [] CAI L, ZHU Y. The challenges of data quality and data quality assessment in the big data era[J]. Data Science Journal, 2015, 14(2): 1-10.] 

将影响数据资源价值指标作为机器学习算法模型的输入特征，将数据资源累计成交额即数据资源价值（由价格*购买量得到）作为算法模型的输出特征。对各特征的描述性统计如表1所示。
表1 数据资源价值特征描述统计
	特征名称
	数据类型
	具体含义

	数据结构化程度
	数值型
	数据结构化的程度量化

	数据行业分类
	类别型
	数据所属类型分成金融征信、精准营销、科研技术、产业经济、健康医疗、交通地理、企业管理、生活服务、舆情监测、行业检测报告10个类别

	数据分类标签
	类别型
	对于数据的每个类型进行细化分类，例如交通地址的行业分类包括位置信息、市内交通、公共交通等分类标签

	数据规模度
	数值型
	数据资源容量的大小，通过数据存储的容量进行量化体现（以KB为统一单位）

	数据时效度
	数值型
	即数据发布时刻与数据收集时刻的间隔衡量，数据价值因购买时间离数据发布时间越近而价值越大

	数据一致性
	数值型
	数据之间的逻辑关系是否正确

	数据完整度
	数值型
	每条数据是否字段都是完整的

	数据冗余度
	数值型
	数据资源中数据之间的重复程度

	数据资源价格
	数值型
	数据资源在数据交易平台上的标价

	数据应用价值度
	数值型
	数据在实际生活中的应用是否有价值

	数据稀缺性
	数值型
	与其它数据相比，此种数据类型是否稀缺


在数据资源价值影响因素中，数据行业分类、数据分类标签，共计2个指标为离散值指标，其余为数值型指标；所有特征相互独立，不存在线性影响关系；所选取的数据指标都是以往学者研究所得影响数据资源价值的因素，所以属于价值稠密型；整体指标体系共计11个维度，相较于其它类型大数据属于低维度数据，可得该指标体系下得数据资源数据属于低维稠密型。
3 基于Stacked-GBDT集成学习的数据资源价值评估模型
3.1 GBDT算法原理
GBDT算法是基于加法模型通过迭代训练提升模型效果的决策树算法[[endnoteRef:20]]。相较于其它算法具备如下优点[[endnoteRef:21]]：(1)灵活性高；可灵活处理数据交易信息中的离散数据；(2)性能良好；处理数据资源价值评估问题应用的非线性数据表现优异；(3)抗干扰能力强；在面对数据资源价值差异大的数据时鲁棒性很强；(4)数据适用度高；数据资源价值可量化指标体系整体属于低维稠密，GBDT相较于其它算法可以很好地处理该特点的数据；(5)预测精度高；对评估数据资源价值有很大的帮助。 [20: [] KONSTANTINOV A V, UTKIN L V. Interpretable machine learning with an ensemble of gradient boosting machines[J]. Knowledge-Based Systems, 2021(222): 106993.]  [21: [] ZULFIQAR H , YUAN S S , HUANG Q L , et al. Identification of Cyclin Protein Using Gradient Boost Decision Tree Algorithm[J]. Computational and Structural Biotechnology Journal, 2021, 19(33) : 4123–4131.] 

GBDT算法的每次迭代都是在残差降低的梯度方向上创建新决策树，并基于加法模型对每个决策树的结果进行加权求和以获得最终的数据资源价值评估结果，模型结构如图1所示。
[image: 图示
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图1 GBDT数据资源价值评估模型
循环执行构建决策树的步骤并不断更新，可以得出GBDT数据资源价值评估模型。将数据资源价值本身影响因素和市场影响因素输入模型,即可得出该数据资源的价值评估结果。单独的GBDT模型对于数据资源价值评估准确精度提升有限，且受随机性限制导致泛化能力不足[20]，但数据资源价值评估对精度要求较高，于是需要进一步的优化以提升整体模型的评估精度。
3.2 Stacking集成学习算法原理
集成学习指由多种算法融合形成的机器学习算法。目前提升机器学习效果最好的方法就是集成学习，可以在原有的机器学习模型的基础上表现得更好，通过集成策略对抗过拟合而且不需要太多的额外调参等工作。常见的集成学习算法有Stacking、Bagging、Boosting。Stacking是一种将弱学习器集成进行输出的策略，属非线性融合；剩余集成学习都属基于加权平均的组合预测算法，不能够体现样本内单个样本预测误差对整体权重的影响[[endnoteRef:22]]。由此，选用Stacking算法对预测模型进行融合，以提高模型精度和泛化能力。 [22: [] RAHMAN M, CHEN N, ELBELTAGI A, et al. Application of stacking hybrid machine learning algorithms in delineating multi-type flooding in Bangladesh[J]. Journal of Environmental Management, 2021(295): 113086.


作者简介：沈俊鑫（1978—），男，福建漳州人，教授，博士研究生导师，主要研究方向为大数据驱动决策管理；赵雪杉（1996—），女，四川南充人，硕士研究生，主要研究方向为数据资源价值评估。
] 

基于GBDT的数据资源价值预测方法具有输入数据量需求小、可解释性强的特点，将决策树算法GBDT与集成学习相结合，可以进一步提高模型的预测精度与泛化能力。在构建GBDT数据资源价值预测模型时，每一个当前决策树的模型建立都依赖上一个决策数模型的预测结果，属于串行计算模型。将Stacking集成学习与GBDT相结合，在Stacking集成学习的第一阶段可并行运行多个GBDT模型，在第二个阶段集成上阶段的预测结果作为输入再次进行预测，提高整体预测精度。
Stacking集成学习方式是通过组合多个预测模型的信息然后生成新模型的集成方法，通过对多个不同模型的组合用以获得比单一的算法更优越的性能。第1步将原始输入的数据集划分成若干个子数据集，作为第1层预测模型的各个基学习器的输入，然后由各个基学习器分别输出各自的预测结果；第2步，第1层的预测结果作为第2层模型的输入，然后对第2层元学习器的预测模型进行训练，最后由第2层的模型输出得到最终的预测结果。将作为输入，记第1层第个基学习器为，第2层的元学习器为,则第1层第个基学习器的输出为,将第一层的输出结果作为第2层元学习器的输入，最终第2层的输出结果为，如式（1）所示。
	
	
	(1)


Stacking的集成学习方式如图2所示。
[image: ]
图2 Stacking集成学习模式
3.3 Stacked-GBDT算法
本文将Stacking模型融合应用于多个GBDT模型的集成，用以提升数据价值预测精度。基于GBDT与Stacking模型具体融合过程如图3所示。
（1）利用第1层的基学习器生成训练集与测试集的N组数据资源价值预测值。
根据交叉验证的思想，首先将数据资源指标的训练集分成5份，记作,,…,。首先应用训练集,,,训练基学习器1，并基于训练好的基学习器1对和测试集进行预测；然后，再用,,,重新训练基学习器1，继续对和测试集进行预测。以此类推，得到基学习器1对,,,的预测值（将其组合成第一组的训练集预测值）和测试集的5组预测值（将这5组预测值的平均值作为第一组测试集预测值）。
同理对基学习器2-进行同样上述操作，得出训练集与测试集的第2-组数据资源价值预测值。
（2）利用第1层的基学习器输出的训练集的组预测值构建成第2层的训练集；利用第2层的基学习器输出的测试集的组数据资源价值预测值构建成第2层的测试集，得到最终数据资源价值的预测结果。
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图3 基于GBDT与Stacking模型融合的数据资源价值预测模型
不同的基学习器存在不同的特性，进行模型融合的目的是减少单一基学习器的误差影响等，使得整体模型融合系统预测性能提升。
将多个GBDT模型作为Stacking集成模型的第1层基学习器，考虑到使用Stacking集成学习容易带来过拟合，所以将简单的Linear模型作为第2层的元学习器。基学习器的数量对Stacking的融合效果有直接影响，基学习器的数量较少会造成各学习器间不能有效互补，数量较多会造成模型冗余且调参更复杂。一般情况Stacking模型的基学习器数量在3~5个，经过测试可得最佳融合效果的基学习数量为3个。因此，Stacking第一层基学习器为3个GBDT模型，第二层为Linear模型。
3.4 基于数据资源价值评估模型的动态定价方法
数据资源价值的评估与定价是目前数据经济发展研究的要点所在，而数据资源的价值与定价息息相关。数据本身的质量和特点与其在市场上的应用在数据资源的价值形成中有很重要的影响。数据本身特性决定了数据是否能经受住市场的考验，能否长久的发挥它的价值；而市场则是检验该种数据资源的实际应用情况如何，是否与时代社会的发展息息相关，是否能产生积极的意义进而促进数据经济的发展。
数据资源的价格随着时间变化，其本身的质量和市场因素都会发生变化，例如：随着时间的变化数据的时效性会变差，数据独特性会降低，其价格也应当发生变化，通过数据资源价值最大化的思想可确定在不同阶段数据资源的最佳售出价格。
对于新上架的数据资源，采用提出的Stacked-GBDT数据资源价值预测模型，第一步从数据资源的本身因素和市场因素分析，对数据资源本身特性指标进行量化，例如数据资源的规模度、结构化程度、所属行业等可以通过数据资源的内容直接得出，其次由专家基于市场的角度横向对比该数据资源与其他数据资源，得出部分市场化指标；第二步，通过改变价格，得出不同的价格下Stacked-GBDT模型预测出的数据资源的价值，得到数据资源价值随价格变化的曲线；第三步，由于数据整体的变化过程是算法驱动的，与实际情况是有一定出入的，应当根据数据资源的实际情况，由专家考虑市场情况之后，提前确定一个合理的数据可售价格区间，在该区间内寻找使得数据资源价值最大的价格点。当数据交易一段时间后，其本身因素和市场因素的量化值会有相应的改变，将改变后的信息重新输入Stacked-GBDT模型，即可得出新的数据资源价值随价格变化的曲线，重新确定价格，实现了数据资源的动态定价。至此，在数据资源每个阶段都有使得数据资源价值最大的策略可采用。
4 算例分析
4.1 数据来源及处理
4.1.1 数据来源
国信优易数据公司是由国家信息中心于2015年发起成立的科技平台型企业，拥有大数据、人工智能、区块链和物联网等新一代信息技术。优易数据的数据集市是一个数据交易平台，该平台拥有多行业数据交易资源。本研究建模所需数据均来自该平台，使用网络爬虫技术获取该网站上产业经济、健康医疗、交通地理、金融征信、精准营销、科研技术、企业管理、生活服务、舆情监测和行业检测报告共计10类数据资源交易数据。
4.1.2 数据预处理
国信优易数据的数据资源交易数据存在如下问题影响模型预测精度：数据信息不全；重复；数据量纲差别大；包含文本型数据。
对获取的数据进行数据处理：
第一步处理规则：若指标体系中有关字段缺失，则删除这条数据；若出现重复数据，则只保留一条有效数据；数据量的计量单位，统一以KB为单位。
第二步数据处理：类别化标识：数据行业分类、数据分类标签共2个类别字段采取one-hot编码的方式进行数据数值化；归一化处理：由于不同数据的规模度相差很大，需要将其进行归一化处理，以此提高模型的收敛速度，归一化公式为：
	
	
	(2)



式（5）中，为归一化前的数据；和为数据集中的最大值和最小值。
最终获得可使用数据5813条，将总数据量的80%，即4650条数据作为训练集，总数据量的20%，即1163条数据作为测试集。
4.2 模型评价指标
预测指标采用均方根误差（Root Mean Square Error，RMSE）和平均绝对误差（Mean Absolute Error，MAE）衡量预测结果的全局和局部绝对误差，采用均方根百分误差（Root Mean Square Percentage Error，RMSPE）和平均绝对百分误差（Mean Absolute Percentage Error，MAPE）衡量预测结果的全局和局部的相对误差，采用决定系数（R-Square，R2）衡量预测的整体效果5个评价指标，如下所示。
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4.3 模型预测精度评价
基于上述预处理数据分别构建基于GBDT、Random Forest、XGBoost的单独模型和与Stacking集成的数据资源价值评估模型，并进行对比分析以验证本文所提Stacked-GBDT数据资源价值评估模型的有效性与准确性。6种模型的数据资源价值预测结果如图4所示。


 
（a）XGBoost                                  （b）Stacked-XGBoost


 
（c）Random Forest                                  （d）Stacked-Random Forest


 
（e）GBDT                                       （f）Stacked-GBDT
图4 数据资源价值预测6种模型数值拟合情况
由图4，总体来看，根据柱状图显示的数据分布可以看到，数据点的分布大致围绕在中心线周围，数据在价值0-10000的范围分布较密集，总体预测更准确；当数据价值更大时，不同模型预测精度有不同程度的下降，预测精度下降表现为数据点呈放射状远离中心线；分别来看，三种算法的单独模型与其Stacking集成模型相对比，集成后的模型相较于集成之前都有不同程度的精度提高，其中XGBoost算法在数据价值增大之后精度下降最多，Random Forest算法次之，而GBDT算法在数据价值更大的阶段仍有良好的表现，Stacked-GBDT又比GBDT稍有提升。
将设定好的5个预测评价指标对6种模型的预测效果进行对比，这6种模型的预测评价指标计算结果如表2所示，并根据此结果绘制指标偏差率对比图5。
表2 6种模型预测效果评价
	评价指标
	RMSE
	MAE
	RMSPE(%)
	MAPE(%)
	R2

	Stacked-GBDT模型
	2517.864
	1265.419
	11.845
	15.701
	0.923

	GBDT
	2562.871
	1320.462
	11.992
	16.097
	0.896

	Stacked-Random Forest模型
	2895.315
	1438.418
	11.966
	15.993
	0.885

	Random Forest
	2976.977
	1504.045
	12.024
	16.197
	0.878

	Stacked-XGBoost模型
	3159.620
	1741.930
	11.963
	16.001
	0.863

	XGBoost
	3374.759
	1980.759
	12.035
	16.222
	0.843


由表2易得，首先根据整体预测指标R2可以发现，基于机器学习算法与Stacking的融合模型和未集成的机器学习模型都能比较好的预测数据资源价值，说明机器学习是一种可用于数据资源价值预测的方法。相比较来看，Stacked-XGBoost、XGBoost、Stacked-Random Forest、Random Forest误差指标偏大，预测效果欠佳；Stacked-GBDT与GBDT对于数据资源价值预测的效果更好，Stacked-GBDT预测评估效果最佳。


 
（a）RMSE                                         （b）MAE


 
（c）RMSPE                                          （d）MAPE
图5 Stacking集成模型与未集成模型误差对比
从图5可以看到，通过Stacking集成模型与未集成模型横向对比误差，发现集成模型的预测效果均优于未集成模型，通过GBDT与其它机器学习模型的纵向对比误差，发现GBDT的预测效果均优于其它模型。
通过输入数据资源本身指标和历史数据交易信息完成模型训练后得出的Stacked-GBDT模型可有效解决目前数据资源价值评估中主观性强、缺乏定量标准的问题，对促进数据要素市场化、数字经济的发展很有意义。
4.4 定价方法评估
基于本文所提的Stacked-GBDT模型对数据集进行动态定价，选择国信优易数据集的具体信息如下表3所示：
表3 数据集具体信息
	名称
	财经迷_微信公众号文章数据

	商品分类
	舆情监测

	商品标签
	微信、社交

	数据量大小
	102M

	数据稀缺性
	5

	数据应用价值度
	4

	数据一致性
	4

	数据信息冗余度
	5

	数据结构化程度
	4

	数据完整性
	4

	数据时效性
	4


保证数据价值评估指标恒定，动态调整数据的价格（设定价格区间0-2000），并将上述数据集相关指标输入至Stacked-GBDT数据价值评估模型，并绘制价值随价格变化曲线，如图6（a）所示。
从图6（a）可以看出，数据集的价值随价格增加呈现先上升后下降的趋势。变化趋势符合常规认知，随价格从低到高，数据资源的价值整体呈上升趋势；价格到达较高水平后，数据资源价值因购买量下降幅度超过价格增加幅度而下降。但是并不能直接根据最高的价值点进行价格的选择，数据整体的变化过程是算法驱动的，与实际情况是有一定出入的，应当根据数据资源的实际情况，由专家考虑市场情况之后，提前确定数据可售价格区间，然后根据数据价值随价格的变化曲线，在数据可售区间（m，n）内选择使得数据价值最大时对应的价格o作为数据的售出价格，示例如图6（b）所示。


（a）数据资源价值随价格变化曲线                     （b）可售价格区间（m，n）
图6 由给定区间确定价格示例
当新上架的数据交易一段时间以后，根据指标的评分变化，例如数据时效性、数据独特性等、以及用户的评分反馈调整，重新将数据信息输出模型，得出新的价值随价格的变化曲线，重新确定售出价格，以此实现数据资源的动态定价、数据资源价值最大化。
5 结论
数据资源价值的准确评估和定价是促进数据要素市场化、发展数字经济的关键步骤。本文使用人工智能及机器学习领域的前沿技术来解决数据资源泛滥背景下的价值难以准确快速确定、主观性强、缺乏定量标准的问题，并建立数据资源价值随价格变化曲线用于精确、动态定价。首先对以往学者对数据资源价值评估的研究进行了系统的梳理和分类；然后基于数据资源的本身因素和市场因素两个维度构建了数据资源价值评估指标体系，针对数据资源交易平台的交易数据的特点，从智能算法角度出发提出了基于Stacked-GBDT模型的数据资源价值评估模型，以国信优易数据平台的5813条交易数据为例，进行了实证研究和多种模型的对比分析；最后使用Stacked-GBDT模型建立了数据资源价值随价格变化曲线，实现了精确、动态定价。
本研究的意义包括三个方面：
（1）从数据资源本身和数据市场因素两个角度深度挖掘了均可量化的价值影响因素并建立了指标体系，为以往研究中指标难获取、影响因素排序主观性强、最终数据资源价值难量化的问题提出了可行的解决方案；
（2）提出了一种基础历史交易数据进行模型训练的机器学习集成模型。以国信优易数据为例，在Stacking集成算法模型中，充分测算了多种算法与Stacking集成模型在数据资源价值预测方面的表现并且对比了未集成算法的效果；
（3）运用Stacked-GBDT数据资源价值评估模型对数据资源的定价提供了准确、动态调整的支撑。结果证明，Stacked-GBDT算法是一种可评估且评估效果佳的数据资源价值评估与动态定价方法。
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