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【摘要中不需要公知/常理的评述性内容。摘要是对所提供文献内容应是不加注释和评论的简短陈述，具有独立性和自含性。对研究目的、方法、结果和结论精练陈述，排除在本学科领域已成常识的内容，着重反映新内容和作者特别强调的观点】
摘要：当前各类中文文本数据呈高速增长趋势，但缺乏基于深度学习对中文科技政策等长文本的分类研究，为此，借鉴和拓展传统的数据增强方法，提出集成新时代人民日报分词语料库（NEPD）、简单数据增强（EDA）算法、word2vec和文本卷积神经网络（TextCNN）的NEWT新型计算框架，包括输入层、卷积层、池化层、全连接层和输入层；并基于1949－2021年中国地方政府发布的4 441份科技政策文本进行实验，在取词长度分别为500、750和1 000个词的情况下使用NEWT算法对政策文本进行分类，与当前较为典型的RCNN、Bi-LSTM和CapsNet等模型的分类效果进行对比分析。结果显示，对于中文长文本分类而言，NEWT框架的分类效果更好，F1值的平均提升比例超过13%；同时，NEWT在相对较短取词长度下实现与全文输入的近似效果，可以部分改善传统深度学习模型的计算效率，有助于提高计算效率、节省运算时间。未来，在文本增强探讨和NEWT的优化和改进、取词长短对分类效果影响以及普适性和泛化能力方面仍需要进一步深入探索。
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Text Classification of Chinese S&T Policies: Enhanced TextCNN Perspective
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【注意根据修缮完毕的中文摘要修改英文摘要，一一对应翻译】
Abstract: With the rapid growth of Chinese data, data mining and knowledge discovery for Chinese text is becoming more and more important, and its potential information value is increasingly prominent. However, most of the current researches on text classification and semantic recognition are based on short texts (such as online comments, Weibo and news classification, etc.), and there is still a large space for the classification of long Chinese texts (e.g.  policy text, electronic medical records and government documents, etc.). Based on the current studies, a new computing framework is proposed, which integrates NEPD (New Era People's Daily Segmented Corpus), EDA (Easy Data Augmentation), Word2Vec and TextCNN. In the empirical analysis, the text of science and technology policy of Chinese local government is extracted, and the classification experiment is conducted and compared with the current typical models including RCNN, Bi-LSTM and CapsNet etc. According to the results of empirical analysis in this paper, the proposed NEWT framework has better classification effect on Chinese long-text than the traditional TextCNN, RCNN, BI-LSTM and CapsNet models; However the accuracy still has the room for improvement. In summary, the proposed NEWT framework presents the promising applications in the classification of Chinese long text, which could bring forward a certain value and reference for decision-making.
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【文中有关引用应避免无实质性引用的失范引用。不能泛泛堆叠仅是有选择性地提示本文作者所阅读过的相关文献中的个别文献。属于笔者自己的观点不存在引用；而为笔者观点提供支撑的引文，应酌情根据研究实际需要阐述本文所参考引用的具体观点，为笔者见解提供充足的论据支撑，保证论述的准确严谨，引用应有实质性引用，且引用完整、准确，有出处，与行文贯通。全篇注意根据内容和文献引用修改情况调整文献序号，且文内标引和文后著录一一对应】


1 研究背景【作为引言（或绪论）的内容应言简意赅且通常不分段落，但此处作者是对研究基础、相关理论分析等作较为充分的论述，应独立成章。此外，引言中通常不呈现图表】
深度学习的理论和计算框架被提出以来，随着高性能计算硬件技术发展，越来越多普通实验室、中小型科研机构和团队开始参与深度学习理论和应用的研究，相关学术和应用成果也开始涌现，过去5年出现了近乎指数级增长。与此同时，中国也逐渐成为深度学习相关理论、模型和算法应用研究最为活跃的地区之一。从图1可以看出，2019－2021深度学习领域有关文献数量已经超过了过去10年文献总数的74.6%，而仅仅2021年所发表论文数量占比就达到了31.3%。从图2可以看出，中国研究者在深度学习领域非常活跃，发表论文总数甚至超过了美国和英国的总和，表明中国在深度学习相关领域的科研投入相对较大，参与的研究机构和人员较多。

【图1中，右纵坐标轴标目中“/%”删，因为百分百符号不是单位，修改为“增长率”；相应的，右纵坐标轴上的值依次修改为“20%”“40%”“60%”“80%”和“100%”，初始值“0”无须变动】
[image: C:\Users\Administrator\Desktop\1654852113486.jpg]
图1  深度学习领域文献数量的年度分布趋势
注：数据整理自Web of Science的核心集，检索关键词为“deep learning”。下同。
【图2中，图例“发文量”删去；注意图内各字级最大不超过宋体小五号且不加粗；横坐标标目直接修改为“国家”】
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图2  2012－2021年深度学习相关文献数量的国家分布

中国互联网络信息中心（CNNIC）发布的第48次《中国互联网络发展状况统计报告》显示，2021年中国网民规模达10.11亿人，较2020年12月增长2 175万人，互联网普及率达71.6%，形成了全球最为庞大和生机勃勃的数字社会[1]。中国早已成为全球最大规模的数字化服务应用地区，这也意味着各类中文文本数据呈现高速增长态势。如何针对这些不断增长的中文数据进行有效处理，及时发现蕴藏的各类知识，已经成为各类商务领域分析的重点，也成为新时代新形势下商务模式和治理模式创新的重要手段。
作为深度学习理论和计算框架/体系核心模型之一的卷积神经网络（convolutional neural networks, CNN）自从被Lawrence等[2]提出以来，在图像识别、机器视觉、信号过滤和自然语言处理等多个不同领域得到广泛应用，如魏明珠等[3]、Zhang等[4]、Rawat等[5]、刘颖等[6]的研究。而且如Zhang等[4]、刘颖等[6]、Voulodimos等[7]的研究均表明，深度学习与传统机器学习算法的一个显著区别在于非监督的特征提取，可以通过大样本的训练和学习完成特征提取工作，无须大量人工干预，在某种意义上真正实现了机器（计算机）的自我训练（self-training）和自学习（self-learning）。因此，深度学习尽管依然是机器学习的一个分支，但其总体的计算思想可以认为是一个传统机器学习领域的阶段性标志，具有显著的里程碑意义。
Chen等[8]、杨锐等[9]、Colin-Ruiz等[10]、杨光等[11]众多研究均表明，尽管CNN在图像识别和机器视觉等领域展现了较强的竞争优势，但是应用到自然语言处理领域，包括语义建模、情感分析和文本分类等，却是近5年才逐步发展的一个研究分支。2014年，纽约大学的 Kim[12]学者在arXiv预印本网站发表了一篇应用CNN进行语句分类（sentence classification）的论文，引起广泛关注；该方法此后被脸书公司在2019年集成到PyTorch工具包中，形成目前较为知名的文本卷积神经网络（TextCNN）。近两年来，国内外不少科研机构和团队也开始基于TextCNN模型从事自然语言处理相关研究。随着这些长文本（long text）的数据量越来越大，如何对这些中文长文本进一步处理和挖掘，已经成为信息和档案管理以及基于大数据的公共治理体系建设的关键问题和挑战之一。
数据增强（data augmentation）是一种针对小样本学习问题而提出的训练样本强化方法，目前在图像识别、语音修复和计算机视觉等多媒体领域得到了一定程度应用，如He等[13]、蒋芸等[14]、Salamon等[15]的研究，但应用在自然语言处理和文本分类，尤其是中文自然语言处理方面依然存在较大的探索和拓展空间。因此，本研究从文本增强的角度出发，考虑进一步提升传统卷积神经网络模型在中文长文本分类中的实际效果。
2 研究设计
卷积神经网络提出之后，之所以很快就被应用到图像识别和分类领域，主要是卷积神经网络的多通道（channels）思想，能够将图像最基础的红色、绿色和蓝色（以下简称“RGB”）3种颜色组合作为一种典型的三通道卷积神经网络，而基于RGB的颜色标准也是目前工业界最广泛应用的颜色系统标准。对于任意一幅数字化图片而言，都是由一定像素（pixel）构成，而这些像素点实际上可以解构为RGB三维空间的一个点，所谓像素也往往被称为“像素点”（pixel point）。卷积神经网络的思想认为，既然任何一幅图片其实都是点的集合（point set），那么理论上通过组合这些像素点就能提取图片特征，从而可以对图片进行分类和识别。
基于卷积神经网络处理图片数据的思路，文本也可以理解为由不同词语（字）组成，如果能够把这些词（字）映射到一个向量空间，就可以像处理图片识别的原理一样实现文本语义相似度的匹配和分类，这也是卷积神经网络逐渐进入自然语言处理领域的重要理论基础。但是，词向量空间依赖于基础语料库，而中文作为一种相对复杂的表意语言体系，通过机器来进行自然语言处理就比其他表音语言体系要困难得多[16]，由此造成了针对中文长文本的分类、聚类、语义模式匹配和文本挖掘迄今依然面临较大挑战[17]。因此，近年来部分研究开始借鉴图像处理领域的数据增强方法改进文本分类效果，但目前国内外研究基本集中在以电影评论、商品评论和推特等短文本的处理领域，如Chen等[18]、Hao等[19]、Symeonidis等[20]的研究，针对长文本尤其是中文长文本的自动分类研究还不多见。借鉴黄水清等[21]、Wei等[22]、谷莹等[23]、明建华等[24]当前有关数据增强、短文本分类和深度学习相关的理论和应用研究基础，本研究提出一种综合新时代人民日报分词语料库（NEPD）、简单数据增强（easy data augmentation, EDA）、词语向量化（word2vec）和TextCNN的中文长文本分类框架（以下简称“NEWT”）。具体计算流程如图3所示。
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图3   NEWT的计算执行流程

在图3中，文本增强的EDA方法包括同义词替换、随机交换、随机插入和随机删除，而中文自然语义处理的语料库为目前较为主流的NEPD。通过文本增强之后，原始的单个中文长文本可以被扩展为2×4个样本，并且未丢失原始样本的核心语义信息，但是对于后续的卷积神经网络而言，训练样本得到了适当扩充。在深度神经网络训练结束后，随机选择的验证集会对训练效果进行验证，如果达到满足既定要求，则可以进入测试环节，并产生最终的长文本分类效果输出，其中包括准确率、召回率和加权后的F1值。应用NEWT进行中文长文本分类流程如图4所示。
【图4中，字母n、Z、k、K和m均改为斜体，并在正文或加图注说明CL、PL、FC、n、k、K、Z和m的含义】
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图4   应用NEWT进行中文长文本分类流程

图4中，输入层所有样本是经过word2vec转化后的词向量，而卷积层的卷积核宽度（列）需要与word2vec输出的词向量维度保持一致，这里将卷积核的行数设定为3行；输出层为softmax多分类非线性映射，借鉴董洪伟[25]的方法，具体表达形式如下：

       （1）
式（1）中：ez为【什么】；i为【什么】。
考虑到softmax函数的特性，全连接层可以根据分类的数量输出同样数量的线性回归函数（单分类）作为softmax模型的输入，此时softmax函数的表达形式如下：

        （2）
式（2）中：W为全连接层输出的所有线性回归函数系数所构成的矩阵；x为【什么】。
由此，softmax函数可以将全连接层的输出转换为概率值。则输出可以理解为属于某个具体目标（类）的概率，表达形式如下：

                          （3）
为了衡量softmax多分类函数的实际分类效果，就是使得对于任意一个样本，其属于目标（类）的概率最大，在所有样本分类准确的情况下即可实现。由于乘法会使得数值迅速趋于0，因此通常将概率的负对数平均值作为衡量的代价函数（loss function），也就是交叉熵损失函数，表达形式如下：

                     （4）


式（4）中：表示样本i属于真实类别的概率；L为【什么】。
显然，若所有样本都趋于其真实类别，则损失函数趋于最小值，即概率的乘积和最大。中文长文本分类效果的评价通常采取准确率（P）和召回率（R）及加权平均F1值来衡量，表达形式如下：

                               （5）
式（5）中，F1是精确率与召回率的调和平均值，作为综合评价指标，取值范围为[0,1]，越靠近1则表示文本分类的效果越好。
3 实证分析
从北大法宝网检索和下载了1949年至2021年中国地方政府发布的科技政策文本，共采集了3万多条文本数据，剔除“授奖”“通报”和“表彰”等通知公告文本后，获得有效科技政策文本4 441份（以下简称“样本”）。进行实证分析的硬件和软件环境情况如表1所示。
表1 本文实证分析的软硬件主要配置
	类别
	项目
	具体配置

	硬件
	中央处理器（CPU）
	2.90 GHz Intel® Core™ i7-10700F

	
	内存
	64 GB

	
	图形处理器（GPU）
	NVIDIA GeForce RTX 3060

	软件
	操作系统
	Windows10

	
	编程语言
	Python

	
	深度学习软件框架（包）
	PyTorch



从样本文本长度看，最短的为612字（含字符和空格），最长的超过7万字，且文本长度呈现右偏长尾分布。其中：1 000字至6 000字的政策文本占比约63.8%，10 000字以下的政策文本比重为85.6%，而15 000字以下的文本占比则达到93.3%；32 000字～73 000字的文本有39篇，但极为分散【表意欠明。指什么考量维度上的分散？】，72 000字～73 000字的文本有1篇。笔者对每篇超过2万字的文本都进行了较为仔细的校验，检查其中是否含有人员和机构名单、统计或年鉴数据、额外填充字符等附加字符。
根据张宝建等[26]的做法，基于政策体系性质将样本文本分为强制型、鼓励型和引导型3类，分别共有1 540篇、753篇和2 148篇。在应用EDA方法进行文本数据增强之后，原有样本文本被扩充为17 912个样本数据。考虑到样本文本总体的长度分布以及深度神经网络的计算规模较大，在采取全文输入的情况下最长的文本字数超过7万字，而word2vec输出的是300维词向量，因此，即使这份7万多字的样本文本采取中文分词后只剩下2万字左右，但是20 000×300的输入矩阵已经超过了普通深度学习机器的数据装载容量，即使通过加装更多的GPU，也会面临更高的“梯度爆炸”风险，且计算耗时过长。
基于以上考虑，取词长度分别设定为500个词、750个词和1 000个词，尽管未能实现所有样本的全文加载，但是也比已有的短文本分类（如电影评论、消费评价等）的计算量大得多。交叉熵损失函数在不同取词长度下的变化趋势如图5所示，可以看出，无论是否集成文本数据增强方法，TextCNN模型的交叉熵损失函数在20个时期（epoch）之后都趋近于0，意味着深度神经网络的样本训练趋于稳定和收敛。但是，是否实现了集成数据增强对于中文长文本的分类效果影响显著需要进一步进行实验。
【图5中，横纵坐标标目改为“时期”，纵坐标标目改为“交叉熵损失”；纵坐标轴上的初始值“0.0”改为“0”，其余值不需要修改；纵坐标轴上的初始值“0”应与横坐标的重合】
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[bookmark: _Hlk84926538]图5 不同取词长度下的NEWT和TextCNN的损失函数变化趋势

从图6可以看出，经过整合NEPD和文本增强后，NEWT针对中文科技政策文本的分类效果显著提升，F1值比使用传统TextCNN方法提升超过10%。通过对每个不同取词长度都运行20次实验（训练集－验证集－测试集），然后计算F1值的平均值；每个实验的样本训练次数为40个epoch，且验证数据集（validation set）和测试数据集（test set）的样本规模均为200个。结果如表2所示，可见取词长短对样本文本分类效果不甚显著，500个词长度下大致只实现了大约10%样本文本的全文输入（中文分词之后会去除空格和标点符号等），而1 000个词的长度大致可以实现大约50%的样本数据全文本输入。从理论上看，取词长度并不是越长越好。取词长度过长，一方面导致计算耗时呈现几何级增长，甚至出现样本矩阵过大无法加载的困难；另一方面，对于一些本来就不太长的政策文本而言，则需要填充太多的冗余字符，也可能会影响最终的分类效果。
【图6中，横坐标标目改为“时期”；纵坐标标目中的字母F改为斜体，其后数字改为下标且保持正体；纵坐标轴上的初始值“0.0”改为“0”，其余值不需要修改】
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图6  基于NEWT和TextCNN的中文长文本分类效果对比

表2  取词长度对中文长文本分类效果对比
	取词长度/个
	F1值
	增幅

	
	TextCNN
	NEWT
	

	500
	72.91%
	83.52%
	10.61%

	750
	73.50%
	84.07%
	10.57%

	1 000
	74.81%
	85.28%
	10.47%

	均值
	73.74%
	84.29%
	10.55%



为进一步验证NEWT计算框架，选择当前较为流行的几个用于文本分类的深度学习模型进行对比，包括余传明[27]、马晓雯等[28]、Kim等[29]、冯国民等[30]提出的循环神经网络（RCNN）、双向长短期记忆网络（Bi-LSTM）和胶囊网络（CapsNet）。对比分析结果如表3所示，与上述各深度学习相关文本分类模型相比，本研究提出的NEWT框架在3种取词长度下对中国地方政府科技政策文本的分类效果均较优，且F1值的平均提升比例超过13%，较为显著。当然，如杨春霞等[30]、杨锐等[31]研究所述，上述文本分类模型在不同应用场合也有一些改进版本，因此，NEWT与这些改进版本以及与迁移学习[32]、BERT及其相关改进模型等之间的比较[33-34]，还有待进一步检验【与讨论章节的部分内容赘述，建议统一放在讨论章节】。
表3   NEWT与其他相关模型的文本分类效果效果对比
	取词长度/个
	模型
	F1值
	取词长度/个
	模型
	F1值
	取词长度/个
	模型
	F1值

	500
	RCNN
	71.91%
	750
	RCNN
	72.91%
	1 000
	RCNN
	77.15%

	
	Bi-LSTM
	63.01%
	
	Bi-LSTM
	65.10%
	
	Bi-LSTM
	60.31%

	
	FastText
	75.50%
	
	FastText
	78.01%
	
	FastText
	79.03%

	
	CapsNet
	68.03%
	
	CapsNet
	68.65%
	
	CapsNet
	69.25%

	
	NEWT
	83.52%
	
	NEWT
	84.07%
	
	NEWT
	85.28%

	平均提升
	13.91%
	平均提升
	12.90%
	平均提升
	13.85%



4 结论与讨论
从目前国内外基于深度学习算法的文本分类研究看，绝大部分都是针对短文内容，例如在线评论、知识问答、推特和微博等，而针对长文本，尤其是中文长文本分类的研究就更少。尽管卷积神经网络在深度学习理论和应用研究中占据相当比例，但卷积深度神经网络在文本分类、自然语义处理、专利分析和不平衡情感分析等相关研究领域依然存在应用研究的拓展空间，如Li等[35]、张志武等[36]的研究，针对长文本的分类、聚类、语义识别和内容挖掘已经成为当前深度学习研究领域的前沿和热点主题之一。针对中文长文本分类，本研究提出了集成计算框架NEWT（NEPD+EDA+Word2Vec+TextCNN），借鉴和拓展了传统的数据增强方法，并应用到中文科技政策文本挖掘领域，与传统深度学习相关文本分类模型相比，F1值平均提升比例超过10%，分类效果更好；此外，NEWT在相对较短取词长度下实现与全文输入的近似效果，可以部分改善传统深度学习模型的计算效率，节省大量运算时间，有助于提高计算效率、节省运算时间，补充和完善长文本分类领域的研究盲点，并为中文长文本自动分类走向应用提供参考。
【论文以反映笔者开展的研究工作和取得的主要成果为主，避免自评，相关内容可融入结论及讨论部分，通过深入讨论来体现本研究的价值】
总体而言，本文主要贡献可以归纳为三点：（1）针对中文长文本分类，笔者提出了一个具有一定新意的集成计算框架-NEWT（NEPD+EDA+Word2Vec+TextCNN）；（2）进一步借鉴和拓展了传统的数据增强方法，并应用到中文科技政策文本挖掘领域，取得了比传统深度学习相关文本分类模型更好的效果，F1值平均提升比例超过10%；（3）针对中文长文本的分类，讨论了取词长短对中文长文本分类效果的影响问题，补充和完善了在长文本分类领域的研究盲点。以本文实证分析部分的样本为例，最长科技政策文本超过7.2万字，在去除标点符合、空格和常用停止符之后，全文输入的矩阵规模也会超过20 000*300，需要较高配置计算机才可以完全装载如此规模的样本向量，而且运算过程中的“梯度爆炸”风险也会很高。因此，在相对较短取词长度下实现与全文输入的近似效果，可以部分改善传统深度学习模型的计算效率，节省大量运算时间，这对于中文长文本自动分类走向应用具有较好的参考价值。
本研究也存在一些局限性：首先，对于文本增强的探讨还有待于进一步深入，如何更好适应中文文本语言表述和语义特征，还需要在未来研究中继续探索；其次，尽管NEWT的长文本分类效果也基本达到了目前中文文本分类的平均效果，但依然存在一定的优化和改进空间，如杨春霞等[33]、杨锐等[9]的研究指出，传统文本分类模型在不同应用场合也有一些改进版本，NEWT与这些改进版本，以及与刘宇飞等[34]提出的迁移学习和杨波等[35]、王雪等[36]提出的BERT及其相关改进模型等之间的比较还有待于进一步检验；第三，针对取词长短对实际分类效果影响不显著的问题还需要在后续研究中进一步从理论层面予以探讨；最后，NEWT算法的普适性和泛化能力还有待于进一步检验，在其他类型的政策文本（例如：能源、环境和金融政策等）是否也能取得类似或更好的效果，还需要在后续研究中进一步论证。
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