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摘要：随着全国碳排放权交易市场的正式启动，准确的碳价预测有助于市场管理机构实现对碳价的有效调控及控排企业的高效履约。本文首先对碳价波动的特征进行分析，然后基于卷积神经网络（Convolutional Neural Network, CNN）与长短期记忆网络（Long Short-Term Memory, LSTM），提出了一种基于CNN-LSTM组合模型的碳价预测方法，能够充分考虑碳价的时序特性，有效改善传统模型难以从时序数据中提取有效特征的问题。最后，本文以欧洲能源交易所及我国广州碳市场的碳价实例验证，将本文所提方法与其他常用预测模型进行对比，结果表明本文所提出的碳价预测方法在国内外碳价预测中均具有更高的预测准确性，为后续碳价预测选取研究模型提供了一定的参考。
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Abstract: With the official launch of the national carbon emission trading market, accurate carbon price forecasting will help market management institutions to achieve effective regulation of carbon prices and efficient performance of emission control enterprises. Then, based on Convolutional Neural Network (CNN) and Long Short-Term Memory (LSTM), this paper proposes a carbon price prediction model based on the combined CNN-LSTM method, which can fully consider the timing characteristics of carbon prices and effectively improve the problem that traditional models cannot extract valid features from time series data. Finally, the carbon price examples of the European Energy Exchange and the carbon market in Guangzhou, China are carried out, and the proposed method compared with other common prediction model, and the results show that the carbon price prediction method proposed in this paper has higher prediction accuracy for carbon price prediction at home and abroad. It provides a certain reference for the future research model selection of carbon price prediction.
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1  研究背景



全球变暖导致的气候变化对人类可持续发展构成巨大的威胁，为了应对严峻的环境问题，世界各国已经就碳达峰和碳中和的目标达成共识，将碳排放权交易作为减少温室气体排放的首选机制。碳排放权交易是以碳排放权为主体进行的市场交易行为，通过设定标准向地方政府和企业分配碳排放配额，同时允许未完成减排要求或富余碳配额的企业进行碳排放权交易，从而引导高碳企业减排、鼓励企业健康发展，促进气候目标的实现。
目前，在各国碳排放权交易市场中，碳价长期波动，导致碳市场的决策和投资存在着一定的风险。然而，金融价格序列由于具有均值回归趋势，即短期价格在一个固定值附近波动，据此可以对未来碳价实现预测，而准确的碳价预测也有助于市场管理机构实现
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对碳价的有效调控及控排企业的高效履约，也有助于碳达峰和碳中和的目标，因此对碳价进行预测具有重要的意义，而碳价预测的探索也是学术研究的重点[1]。
对于碳价预测的研究，目前主要有回归分析预测法、人工智能方法和神经网络方法等，这对准确预测碳价提供了不同的思考角度[2]。目前有研究证明，以相关性原理为基础的多元线性回归方法建立的碳配额价格预测模型能够得到较为准确的碳价回归预测值 [3-4]。同时，由于碳市场的复杂性以及价格序列的非线性和非平稳性，单一方法可能会使结果陷入误区，由此结合实际情况可对预测模型进行合理改进，采用多种模型或者评价体系对碳市场进行研究[5]。周任军等[6]采用鲁棒优化的思想改善超分位数法模型，减小了误差并简化了求解过程。律方成等[7,8]采用粒子群算法对模型参数进行优化，进一步提高了预测结果的准确性。此外，还可以应用极点对称模态分解以及核独立成分分析等方法检测和过滤价格序列中的固有噪声，由此可以提高支持向量机预测模型的稳健性[9]。
[bookmark: _Hlk109588659]时间序列是按照一定的采样率，根据时间顺序观测某种现象或过程而得到的一组随机变量，时间序列数据不仅可以记录历史数据，展示事物的变化过程，而且通常包含着很多潜在的发展规律，从中选取适当的影响因素进行分析可以对人类认识事物和总结规律有很大帮助[10]。碳价数据在数学上可以被视为一种时间序列，而由于碳价的影响因素众多，其波动性较大，所以对碳价的预测是较为困难的[11]。由于时序数据暗含一定的趋势，故可以利用深度学习方法实现价格预测。王金玉等[12]提出一种基于注意力机制的LSTM预测方法，并利用麻雀算法改进该模型的超参数的优化选择，有效地提高了预测准确率。同样，联合CNN模型和LSTM模型并应用于序列数据分析,对模型的预测准确性有着较为明显改进效果[13-14]。ZHOU F等[15]将LSTM模型结合自适应噪声(CEEMDAN)对碳价进行预测分析，表明了样本熵积分和重分解方法能够改善预测效果。
通过分析已有研究成果可以发现有多种模型可以实现对碳价的预测研究，其中能够有效处理时间序列的模型有LSTM和CNN等模型[16]，并且组合模型能够结合不同模型的优点，从而改善传统模型中容易出现的问题[17]。本文提出的CNN-LSTM模型融合了CNN模型挖掘数据深层特征的优点和LSTM模型中学习时间序列内在联系的优点，能够有效地分析时间序列数据从而获得较好的预测效果。
本文首先将对碳价波动的原因进行分析，然后基于神经网络方法来建立模型，提出了CNN-LSTM组合预测模型，并采用欧洲能源交易所的数据集进行模拟，以均方根误差（RMSE）作为评价指标对不同模型的结果进行分析，以此验证本文所提方法的准确性。
2  碳价波动分析
2.1欧盟碳交易市场
在2015年之前，欧盟碳排放交易市场（EU ETS）的碳价处于较低的状态，在5欧元每吨的价格上下波动，其原因为当时欧洲企业碳排放量大幅下降，同时碳排放配额（EUA）供给过剩，导致了碳价长期处于地位。2018年后，欧盟实施了市场稳定储备机制（Market Stability Reserve）等措施，用以增强市场信心，碳价随之稳步上升。2021年，欧盟又发布了提高减排目标的条令，促使碳价在近月连续飙升，达到了如今每吨近80欧元的价格。在经济学中，如果一种商品没有合理的价格，那么其就不会被有效地利用。而通过分析可得，欧洲碳价在30欧元左右开始会对企业生产与低碳发展产生实质性的影响，如果碳价过低将会挫伤企业对于减排的积极性，因为碳价的高低是碳市场给出的信号，碳价升高，企业的减排成本随之升高，有利于促进社会通过低碳投资实现减排和履约。同时，倘若碳价过高也会导致上游企业的成本增加，对影响市场的稳定发展。而在合理碳价的引导下，排放企业可以更加关注碳成本和碳排放配额的稀缺性，同时鼓励市场投资者积极参与碳市场。
2.2广州碳交易市场
广州碳市场是我国七个碳交易试点之一，并且广州碳市场在2013年12月启动后，其规模迅速成长，对我国碳市场的发展提供了一定的经验。在我国的广州碳市场试点中，碳价经历了由高到低再反弹的U字型变化，其原因主要是受到减排政策、补偿机制以及环保技术等方面的影响。虽然碳价在合理范围内波动不仅能够实现对各类主体激励与约束的平衡，还可以保证碳市场的相对稳定，但是剧烈的碳价波动不利于碳市场的长期稳定运行，应设计相关机制促使碳价合理化，为碳减排企业提供有效的价格激励信号[18]。通过准确的碳价预测，可以帮助政府相关部门提前采取措施稳定碳价，保障碳市场的有序运行。
3 基于CNN-LSTM组合方法的碳价预测
    CNN模型是深度学习领域中的一种热门方法，其能够有效提取数据特征，具有较为广泛的应用场景。LSTM网络是目前性能较好的RNN架构之一，其可以学习时间序列数据中长短期依赖信息，促进模型的快速训练。相比于双向LSTM模型或者使用注意力机制改善的LSTM网络，本文提出的CNN-LSTM模型的稳定性较好，其能够降低计算复杂性，从而迅速有效地处理时间序列数据得到预测结果。
3.1  LSTM神经网络算法
    长短期记忆神经网络模型可以解决传统模型在长时间序列训练过程中存在的梯度爆炸、梯度消失以及难以长时间保存历史数据的问题[19]。LSTM网络结构的主要特点是具有三个“门”结构，其中，输入门和输出门读取、处理并传递数据，而遗忘门负责储存重要信息时避免向后传递无用信息，因此模型通过门控单元和有记忆单元对时间序列进行有效处理。
LSTM内部主要有三个阶段：
（1）忘记阶段：通过遗忘门控制上一个状态节点的输入数据。
（2）更新阶段：对记忆单元的输入信息选择性地进行保留。
（3）输出阶段：决定输出当前单元的部分信息。
各层相关计算公式如式-所示。
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式中， 𝑓𝑡、𝑖𝑡、𝑂𝑡、C𝑡分别表示遗忘门、输入门、输出门和控制门；𝑊𝑓、𝑊𝑖、𝑊𝑜和𝑏𝑓、𝑏𝑖、𝑏𝑜分别表示每种门的权重矩阵和偏置量；𝑈𝑡、ℎ𝑡和σ分别表示单元状态、隐藏层输出和Sigmoid函数；tanh为激活函数。图1所示为LSTM模型的内部记忆单元结构示意图。
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图1  LSTM模型单元结构
3.2 CNN模型
卷积神经网络(CNN)的数据处理能力较强，其主要由卷积层（Convolutional layer）和池化层（Pooling layer）组成，分别负责对数据进行卷积计算和提取潜在特征，以及对网络参数的采样和压缩[20]。CNN模型利用权重共享和局部连接的方式将初始数据集进行映射处理，从而提取相关特征，可以降低模型在训练时的参数维度，提高计算速度。
卷积神经网络的原理是建立多个滤波器，从中提取数据特性。通过对输入数据进行逐层卷积和池化操作来提取数据之间的拓扑特征，最后将这些特征在全连接层汇合，并通过激活函数解决回归问题，其结构如图2所示。
[image: ]
图2  CNN模型单元结构
3.3  CNN-LSTM模型
虽然LSTM便于数据的时间扩展，提高数据的利用率，但是预测碳价时不仅需要考虑时间维度上的数据变化，还应考虑不同数据特征之间的联系。CNN模型具有出色的特征提取能力，可以减少特征的参数数量和维度，进而缩短模型的计算时间，因此应将尝试组合两种模型预测价格趋势[21]。
CNN-LSTM模型是由输入层、卷积层、池化层、LSTM层和输出结果组成。该模型可以使模型拥有误差修正能力，即使计算过程中某个单元结构出现错误，卷积模块也可以根据相邻序列的状态向量生成一组优化的序列特征，从而降低对后续预测结果的影响，将优化后的数据再输入LSTM网络进行处理，可以提高模型运行的稳定性，保证了预测结果的准确性[22]。组合模型充分发挥了CNN网络提取关键特征和LSTM模型处理时间序列的优势，可同时考虑历史信息以及各时刻的隐藏状态。
本文提出的CNN-LSTM组合模型中CNN部分主要负责对时间序列中隐含特征，LSTM部分主要负责价格预测。模型中的卷积层主要利用局部连接和权值共享对输入信息进行卷积操作，从而获得信息深层的特征。内核的大小则反映了时间序列中提取时间段的长度。一维卷积对于时间序列的特征提取的输出计算如公式所示。

[bookmark: ZEqnNum710571]	              	   
式中C为提取的特征，为激活函数，W为权重矩阵，X为时间序列，b为偏置向量。池化层通过特定池化规则（如平均池化、最大池化等）对卷积层输出进行池化操作。考虑到原始数据集大小，本文采用一维卷积提取其中的时序序列特征，因此模型中权值输入较少，数据与其中特征的复杂性降低，有助于提高计算速度和训练过程。
图3为组合模型结构示意图，其特点为卷积层与LSTM模型的集成，先利用卷积层提取输入数据的特征信息，去除样本数据中的干扰和噪声信息，然后再将特征数据输入到LSTM网络中进行关联预测，从而获取较为准确的预测结果。最终，LSTM层通过全连接层将预测结果传输到输出层。
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图3  CNN-LSTM模型组合结构
本文建立的CNN-LSTM模型卷积核设置为3个，池化层的步长为1，然后设置Dense层连接到LSTM层。 Dense层用于强化学习数据的特征，考虑到模型的预测性能与LSTM层数相关，但由于过多的隐藏层会导致计算复杂延长训练时间，因此最终的组合模型包含两层LSTM网络层，每层卷积模块设64个神经元，在LSTM层之间将采用随机丢弃神经元的方法来防止模型过拟合从而影响预测结果。
4  算例分析 
4.1  CNN-LSTM模型设计
4.1.1  数据处理
本文首先选取欧洲能源交易所（European Energy Exchange，EEX）2018年1月1日至2022年2月24日近四年的碳价作为原始数据集，如图4所示。本算例将时序数据按2:1的比例划分，前三分之二的数据将用作模型学习和训练期间调整参数的训练集；数据集的后三分之一用作评估模型预测准确性和有效性的测试集，不参与训练过程[23]。
由于数据集中的样本差距较大，导致计算繁琐，因此在数据集导入后，需要进行归一化处理，以消除特征变量的影响，并总结样本的分布情况。归一化操作是指通过特定的转换将数据映射到区间[0，1]，归一化后的数据加快了预测模型训练过程的求解和收敛。在本文建立的模型中主要采用Minmax对样本数据进行归一化处理。在LSTM模型及其组合模型对归一化后的数据进行分析后，对预测数据再进行反归一化得到最终结果。计算过程如公式-所示。
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式中x'为原始数据,min表示原始数据的最小值,max表示原始数据的最大值，y'为归一化的价格预测值,x''为反归一化后的实际价格预测值。

图4 欧洲能源交易所历史碳价
4.1.2 模型评价指标
本文主要采用均方根误差(RMSE)对比分析模型的运行结果，RMSE是预测值和实际真实值之间平方差异平均值的平方根，其主要衡量两者之间的偏差，对结果中的异常值较为敏感，其数学表达计算式如公式所示。
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式中yc为第c个样本点的实际值，yc'是第c个样本的预测值，N为样本点的个数。指标数值越小，预测值越接近真实值，可以证明模型的性能越好，预测结果的准确性越高。
同时，均方误差(MSE)是指参数的预测值和真实值之差平方的期望值，即均方根误差的平方值，其主要用于评估结果误差的变化程度，具体数学表达计算式如公式所示。

[bookmark: ZEqnNum606390]		          
4.2 预测结果分析
4.2.1模型训练过程
[bookmark: _Hlk111110824][bookmark: _Hlk111110835]本文使用python实现相关LSTM模型的构建, 底层依赖于Tensorflow框架，以此实现较快地实验开发和模型构建，并且使用深度学习链接库Keras和Pandas支持模型的组合与叠加,由此减少了模型训练过程中的重复计算，提高模型的训练速度。
[bookmark: _Hlk111117848]本文模型中的梯度下降方式使用了Adam训练算法来避免算法函数陷入局部最优，Adam方法是指参数自适应学习，其可以采用梯度的一阶矩阵和二阶矩阵动态地调整每个参数的学习率。经过多次训练，发现当迭代到300次时模型的损失函数接近收敛状态，因此模型的训练次数均设置为300次。然后选用各个模型中测试集的最佳拟合结果来评价其预测准确性，各个模型的测试集实验结果如图5所示。
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图5 欧洲能源交易所碳价预测结果对比

4.2.2 预测结果对比
模型运行拟合的误差结果对比如表1所示。结合预测曲线和误差数据可以发现，组合模型的预测结果准确性明显优于单一模型，并且CNN-LSTM组合模型的预测拟合效果最好，虽然各模型在训练集中表现相似，但是组合模型相对来说在测试集的拟合模拟中误差更小，提高了预测的可靠性。双向LSTM等模型虽然也能够提取时序信息，但是在预测时存在一定的滞后性，尤其在急剧变化的阶段容易产生较大的误差。
表1 欧洲能源交易所碳价预测偏差对比
	[bookmark: _Hlk109719701]数据
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	  训练集
	测试集
	训练集
	测试集

	EEX碳价
	LSTM
	0.97
	8.55
	0.94
	73.10

	
	BiLSTM
	0.75
	6.41
	0.56
	41.08

	
	CNN
	0.69
	5.74
	0.47
	32.95

	
	AT-LSTM
	0.71
	5.42
	0.50
	29.37

	
	Conv-LSTM
	0.68
	3.44
	0.46
	11.83

	
	CNN-LSTM
	0.69
	2.88
	0.47
	8.29


表1所示为各模型测试集预测结果与实际值的偏差，本文将所提出的CNN-LSTM组合预测模型同CNN、LSTM、双向LSTM以及基于注意力机制改善的LSTM等模型的预测结果进行比对，以此验证本文模型的优越性。
从误差对比中可以发现单一预测模型中CNN模型的预测效果要稍优于LSTM模型，因为CNN模型的结构特征适合提取数据的局部特征进行空间拓展，并将其组合抽象成高层特征，而某一时期的碳价能够反映该时期的市场状况，并且价格特征符合局部视野和权值共享的思想，因此该模型能够有效获取周围数据从而可以较为准确地对市场价格进行预测。另一方面，LSTM模型的预测速度快并且需要调整的参数少，其在解决非线性与高维度的问题上拥有一定的优势。本文中由于数据集较小，在一定程度上影响模型没有达到最佳预测效果。
同时，双向LSTM模型和加入注意力机制的LSTM模型对预测效果也有着一定程度的改善，因此考虑前后数据变换的影响以及合理地分配特征权重对提高预测精度具有一定的作用，这证明通过对数据的处理优化模型来改善预测效果的思路是切实可行的，但是模型还存在预测信息滞后性以及性能稳定性等问题有待改善。
而在预测碳价格时，我们不仅需要考虑特征的空间联系，还应考虑数据在时间上的变化趋势。因此，由于LSTM模型适合数据的时间扩展且具有长期记忆功能，并且CNN模型适合提取数据特征，所以组合的CNN-LSTM模型的拟合结果优于其他模型。该模型提高了历史数据的利用效率，深入挖掘了历史数据中潜在的时间序列特征，促使其预测曲线与实际价格变化趋势基本一致。因此，单一模型在进行时序预测时可能会由于考虑的因素不全面或者数据特征挖掘不充分而导致准确性较低，CNN-LSTM组合模型则可以结合不同模型的优势实现较好的拟合效果。
4.3  广州碳市场价格预测
其次，本文将使用广州碳市场的历史价格来验证模型性能的稳健性。广州碳市场的开展时间较早，因此有着足够大小的数据集，但是由于国内碳配额供需关系的变化，导致广州碳市场中的碳价波动较大，并且市场中的碳价时常发生突变，同时由于目前广州碳交易市场仅为中国的试点之一，交易机制以及竞争规则还未得到完善，因此为预测带来了一定的难度。各模型的测试集预测结果如图6所示，各模型测试集预测结果与实际值的偏差如表2所示。




图6  广州碳价预测结果对比

表2  广州碳价预测偏差对比
	数据
	模
型
	RMSE
	MSE

	
	
	   训练集
	测试集
	训练集
	测试集

	广州历史碳价
	LSTM
	2.61
	5.85
	6.81
	34.22

	
	BiLSTM
	2.62
	5.73
	6.86
	32.83

	
	AT-LSTM
	2.46
	5.45
	6.05
	29.71

	
	CNN
	2.54
	5.71
	6.45
	32.61

	
	Conv-LSTM
	2.41
	5.23
	5.81
	27.35

	
	CNN-LSTM
	2.46
	4.82
	6.05
	23.23


广州市场的碳价预测结果表明，改进或组合模型对性能的改进效果不是绝对的。本例中CNN-LSTM组合模型对广州数据集的预测效果提升偏低，并且虽然注意力机制可以对数据集进行特征筛选和优化，但是不能避免预测过程中存在的滞后现象以及在识别不同特征参数之间的关系时表现不佳。虽然各模型对广州数据集的预测精度差距不大，但是组合模型的拟合效果仍略高于单一模型，这证明各个模型的性能具有一定的鲁棒性，并且CNN-LSTM组合模型的拟合误差仍为最小，这证明该模型在碳交易价格预测领域中具有一定的优势。
5  结论
    准确的碳价预测对于市场和交易者有着重要的意义，不仅为投资者提供了参考价值，而且有助于建立完善的市场机制。本文基于LSTM模型对欧洲和广州的碳排放权交易价格进行了预测研究，比较分析了多种模型的预测效果，结果表明能够有效提取特征信息并基于此进行拓展研究的CNN-LSTM模型的预测精度较高，并且对于活跃度不同的欧洲碳市场和广州碳市场的价格预测均具有良好的预测效果，同时与BiLSTM等模型的预测结果进行对比，证明了本文方法的应用前景，为后续碳价预测的研究提供了参考。并且本文通过实现对碳价的预测，有助于促进合理的碳权分配、构建良好的交易模式、发展完备的金融产品，对于推动国内碳排放权交易市场的健康发展具有重要的意义。
    然而，本文在训练模型时仅考虑了价格数据的特征，而碳市场也会受到许多其他社会因素的影响。因此，该模型的设计仍有进一步改进的空间。未来，碳价预测研究应将考虑将绿色电力政策等其他社会因素融合到模型中，以提高预测的准确性和稳定性。
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