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摘要:随着全球气候变化问题的日益严峻，中国作为世界上最大的碳排放国之一，正积极推进碳交易市场建设以应对减排挑战。然而，碳交易价格受到宏观经济、能源政策等多种因素的影响，表现出强波动性、非线性等特征，给碳交易价格的准确预测带来了巨大困难。针对这一问题，基于二次分解和误差修正策略构建了一种碳交易价格预测模型：首先，使用浣熊优化算法优化的变分模态分解分解碳价序列，降低原始序列的复杂度；其次，使用经验小波变换对变分模态分解产生的残差序列进行二次分解，充分提取残差序列中的有效信息；然后，使用浣熊优化算法优化的极限学习机对各分量进行预测，获得初始预测结果和误差序列；最后, 使用基本和浣熊优化算法优化的极限学习机对误差序列进行分解和预测，并利用误差预测结果对初始预测结果进行修正，得到最终预测结果。选取深圳、湖北和福建3个碳交易市场的碳价数据进行实证验证。结果表明：所提出的模型相比于其他对照模型具有更优异的预测精度和稳定性，有效提高了碳价预测的准确性。
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Forecasting of China's Carbon Trading Price Based on Secondary Decomposition and Error Correction
He Zhichao, Huang Jianhua
(School of Economics and Management, Fuzhou University, Fuzhou 350108, China)

Abstract: As the global climate change problem becomes increasingly severe, China, as one of the world's largest carbon emitters, is actively promoting the construction of a carbon trading market to address the challenge of emission reduction. However, the carbon trading price is affected by many factors such as macroeconomic and energy policies, showing strong volatility and nonlinearity, which poses great difficulties for accurate forecasting of carbon trading prices. To address this issue, a carbon trading price forecasting model IVMD-EWT-COA-ELM-ECD is constructed based on the secondary decomposition and error correction strategy. Firstly, the carbon price sequence is decomposed by the variational mode decomposition (VMD) optimized by the coati optimization algorithm (COA) to reduce the sequence complexity. Secondly, the empirical wavelet transform (EWT) is used to decompose the residual sequence generated by VMD to fully extract the effective information in the sequence. Then, the extreme learning machine (ELM) optimized by COA is used to forecast each component, and the initial forecasting results and error sequence are obtained. Finally, EWT and COA-ELM are used to decompose and forecast the error sequence, and the initial forecasting results are corrected by the error forecasting results to obtain the final forecasting results. The carbon price data of three carbon trading markets in Shenzhen, Hubei and Fujian are selected for empirical verification. The results show that the model has better forecasting accuracy and stability than other control models, and effectively improves the accuracy of carbon price prediction.
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0 引言
[bookmark: 正文段落_2][bookmark: _Hlk171489746]随着全球经济的快速发展和人口的持续增长，全球温室气体的排放量居高不下，温室效应对人类的影响越发明显。根据联合国气候变化框架公约(UNFCCC)的报告，自19世纪中叶以来，全球平均海平面已经上升了约20厘米。面对日益严峻的气候变化问题，各国政府纷纷对碳减排措施展开探索。其中，碳交易被众多学者认为是减少碳排放最有效的方法之一[1]。中国作为全球最大的碳排放国之一，对碳交易市场的发展尤为重视。自2013年起，中国陆续建立了北京、天津、深圳、上海、重庆、广东、湖北和福建等8个碳交易市场，并于2018年开启了全国碳排放权交易市场的建设。随着碳交易市场的深入发展，碳交易价格预测工作变得愈发重要。准确地预测碳价不仅有助于建立稳定的碳交易和碳定价机制，还可以为生产经营和投资决策提供切实可行的指导。然而，碳价受到多方面因素的影响，如能源价格、政府政策和气候等，这些因素使得碳价呈现出非线性、非正态和波动性强等特点，也让碳价预测充满了挑战性[2]。
[bookmark: 正文段落_4]为了提高碳价预测的准确性，大量学者对碳价预测方法进行了研究，所使用的方法主要分为3类：计量经济学方法、人工智能方法以及组合模型预测方法。经典的计量经济学方法主要包括ARMA、GRACH和Grey-Markov等（如Segnon等[3]、张晨等[4]、王娜[5]的研究）。这些方法建立在完整的统计理论基础上，可以在线性假设下取得较高的预测精度。然而，计量经济学方法虽然简单灵活，但其却难以有效拟合碳价序列的非线性特征[6]。随着人工智能技术的快速发展，人工智能方法因其强大的学习能力和非线性特征拟合能力，被不断发掘并应用于碳价预测。例如，Zhang等[7]使用长短期神经网络(LSTM)和自然语言处理(NLP)建立了一种基于在线新闻数据和谷歌趋势驱动的碳价预测模型，取得了比ARIMA、RF和LSTM模型更好的预测效果。Yahşi等[8]将人工神经网络、决策树算法和决策树算法3种方法应用于欧盟排放交易体系的碳价预测，并对3种方法的预测效果进行了比较分析。相较于统计学方法，人工智能方法对非线性特征的拟合效果有所提升，但其在预测过程中可能出现过拟合、陷入局部最优等问题，有待进一步完善。为克服单一使用计量经济学方法或人工智能方法的不足，组合模型预测方法开始受到了学者的关注。
[bookmark: 正文段落_6]组合模型预测方法是通过结合多个模型的优势形成一个更加稳定和高效的模型进行预测。按照组成部分的不同，组合模型预测方法又可以进一步分为3种类型。第一类是将优化算法和预测模型进行组合，使用优化算法对预测模型的关键参数进行优化。例如，周熠烜等[9]利用鲸鱼优化算法对最小二乘支持向量回归的惩罚系数和核函数半径进行优化，建立了一种基于非结构化数据的碳价预测模型LLE-WOA-LSSVR。实证结果表明，加入鲸鱼优化算法对模型参数进行优化可以显著提高模型的预测精度。蒋锋等[10]以欧洲能源交易所为研究主体，构建了基于混沌粒子群(CPSO)优化BP神经网络的碳价预测模型。实证结果表明，CPSO-BP碳价预测模型的预测精度和稳定性显著优于BP、PSO-BP和FOA-BP等模型。第二类是将多个单一预测模型进行组合，通过结合不同预测模型刻画数据的优势，提高模型的预测效果。例如，Ji等[11]提出了一种基于ARIMA-CNN-LSTM的碳价预测模型，并将该模型与ARIMA、CNN和LSTM等模型进行对比，验证了该方法的有效性。Zhu等[12]提出了一种集成ARIMA和LSSVM的碳价预测方法，实证结果表明，将这两种方法组合在一起可以结合两者的优点，产生一个更加稳健的方法。与单一预测方法相比，以上两类组合模型预测方法表现出更佳的预测效果，但由于碳价具有波动性强、非线性等特点，在不进行预处理的情况下进行预测仍会产生较大预测误差。为了克服这一缺陷，学者开始将信号分解技术引入碳价预测领域，并逐渐形成了第三类组合预测方法，也即分解集成方法。
[bookmark: 正文段落_8]分解集成方法的基本原理是先使用信号分解方法将原始不规则的价格序列分解为若干更平滑的子序列，然后针对子序列分别建立预测模型进行预测，进而集成各子序列的预测结果得到最终的预测结果[13]。例如，Sun等[14]基于先分解后集成的思想，提出了一种基于LCD-PSR-AFSA-LSSVM的碳价预测方法，并使用湖北、北京和福建3个碳市场的碳价数据验证了该方法的有效性。Jianwei等[15]基于极点对称模态分解(ESMD)、核独立成分分析和最小二乘支持向量回归等方法构建了一种去噪的碳价预测模型，实证结果表明ESMD算法的引入有效提高了模型的预测效果。Niu等[16]基于变分模态分解(variational mode decomposition，VMD)、多目标蚱蜢优化算法(MOGOA)和异常鲁棒极端学习机(ORELM)等方法构建了组合模型用于碳价预测，该模型在中国深圳和欧盟排放体系两个碳交易市场数据集均取得了优异的预测效果。
[bookmark: 正文段落_10][bookmark: 正文段落_怀疑_1]虽然分解集成方法可以显著提高预测精度，但仍存在一些问题影响其性能的提升。例如，分解产生的部分分量仍然复杂且不规则、分量之间存在模态混叠现象等。鉴于此，一些学者提出使用二次分解来进一步提高模型的预测效果。例如，Sun等[17]使用VMD对经验模态分解(EMD)产生的IMF1分量进行二次分解，进而提出了基于EMD-VMD-GA-BP的碳价预测模型，实证结果表明拟建模型的预测精度和稳健性均优于其他比较模型。张大斌等[18]使用经验小波变换方法(empirical wavelet transform，EWT)进一步分解由互补集合经验模态分解(CEEMD)分解得到的IMF1分量，进而构建了基于CEEMD-EWT-DM-ELM的碳价预测模型，结果表明，所提二次分解模型在单步和多步预测中的预测精度都优于各基准模型。Li等[19]使用CEEMD方法对欧洲气候交易所的碳价序列进行初次分解，然后引入VMD方法对第一次分解得到的高复杂度分量进行二次分解，进而构建了基于CEEMD-VMD-ISCA-BPNN的碳价预测方法。实证结果表明，所提出的二次分解方法有效改进了单次分解方法的不足，显著提高了预测性能。
[bookmark: 正文段落_14]VMD方法有效克服了传统分解算法中存在的模态混叠和边界效应问题，且相比于EMD、集合经验模态分解(EEMD)和自适应噪声的完整集合经验模态分解(CEEMDAN)等方法具有更严格的理论基础[20]，被广泛应用在故障分析、风速预测和电力负荷预测等领域（如Gu等[21]、Xiang等[22]的研究）。但是VMD同样也存在缺陷，主要体现在两个方面：第一，VMD方法缺乏自适应性，需要预先设置参数来完成分解。在故障分析领域，已有众多学者使用优化算法对VMD的关键参数K和α进行搜索，实现了VMD的自适应分解，使用的适应度函数包括包络熵、峭度和色散熵等（如李浩等[23]、郗涛等[24]、He等[25]的研究）。然而，这些适应度函数的设计方法仅适用于故障分析领域。在使用VMD方法对时间序列进行分解的相关文献中，学者多只针对分解层数K进行讨论，如汤霞等[26]的研究使用中心频率观察法或参考Zhang等[27]研究EMD分解的模态数量确定分解层数K。但这样的做法缺乏自适应性，且忽略了惩罚因子对分解结果的影响。第二，VMD分解后会产生分解损失，这部分残差序列中仍包含丰富信息。不同于EMD及其改进算法所产生的残差序列可以反映原始序列的变化趋势，VMD的残差序列是分解时产生的损失，序列波动性强且具有较高复杂度[28]。在以往的研究中这部分序列往往被忽略，影响整体预测效果的提升。以上两方面缺陷极大地影响了VMD的分解效果，然而，目前并没有研究全面地改进了这两方面缺陷来完成VMD分解。此外，虽然在模型中引入信号分解方法可以大大提高模型的预测精度，但碳价序列复杂的波动特征仍旧使得预测误差不可避免。既有文献已证明针对误差序列进行建模预测可以有效提高模型的预测准确性[29]，但鲜少有文献针对碳价预测时产生的误差序列进行再处理。因此，有必要对误差修正策略在碳价预测中的有效性进行验证。
[bookmark: 正文段落_16]为了弥补现有研究的不足，本文基于二次分解和误差修正策略构建了一种新的碳交易价格预测模型IVMD-EWT-COA-ELM-ECD。首先，利用浣熊优化算法(coati optimization algorithm，COA)优化的VMD方法将碳交易价格序列分解为多个更为平滑的模态分量。其中，以排列熵和相邻模态中心频率比构建适应度函数，在实现VMD自适应分解的同时保证模态分量的稀疏性与平滑性。其次，引入具有噪声鲁棒性强、计算量小和自适应等优点的EWT方法对VMD产生的残差序列进行二次分解，进一步发掘残差序列中的有效信息并降低其复杂度。经过VMD和EWT的组合分解后，将所有分量输入COA优化的极限学习机(extreme learning machine，ELM)进行预测，并通过累加所有分量的预测结果获得初始预测结果。然后，计算初次预测的误差序列，使用EWT方法对误差序列进行分解，降低其预测难度。最后，将误差子序列输入COA-ELM进行预测，利用误差预测结果对初始预测结果进行修正，得到最终预测结果。为了验证所提模型的有效性，本文选取深圳、湖北和福建3个碳交易市场的碳交易价格数据对模型进行实证验证。
[bookmark: 一级标题序号_1][bookmark: 一级标题_2]1  相关理论与方法
[bookmark: 二级标题序号_2][bookmark: 二级标题_2]1.1  基于浣熊优化算法优化的变分模态分解（IVMD）
[bookmark: 三级标题序号_3][bookmark: 三级标题_2]1.1.1  变分模态分解（VMD）
[bookmark: 正文段落_18]VMD是Dragomiretskiy等[30]提出的一种完全非递归的信号分解评估方法。该方法通过建立变分约束问题并求解可以将碳价序列分解为K个相对平缓的模态分量，且每个模态分量具有不同的中心频率与特定的带宽。VMD的原理描述如下：
（1） [bookmark: 正文段落_20]建立约束变分问题。

[bookmark: MTBlankEqn]	..	（1）





[bookmark: 正文段落_22]式（1）中：为狄拉克函数，和为第k个模态分量及其中心频率，为原始信号，为求偏导符号。
（2） [bookmark: 正文段落_24]为求解该约束变分问题，引入拉格朗日乘子λ和二次惩罚因子α将原约束变分问题转换为无约束化变分问题，表示如下：

		（2）
式（2）中：<•>为内积。
（3） 

[bookmark: 正文段落_26]使用乘法算子交替方向法求解式（2）的无约束化变分问题，不断迭代更新各个模态分量及其中心频率，更新表达式如下：

		（3）

[bookmark: 正文段落_28]		（4）








式（3）~（4）中：、、和分别为、、和的傅里叶变换。当相对误差e与判别精度ε满足式(5)，迭代结束，完成VMD的分解。

		（5）
[bookmark: 三级标题序号_4][bookmark: 三级标题_4]1.1.2  浣熊优化算法(COA)
[bookmark: 正文段落_30]COA是Dehghani等[31]受到自然界中浣熊捕食鬣蜥和逃离捕食者两种行为的启发，在2023年提出的一种新型元启发式算法。其在收敛精度和稳定性方面优于常用的粒子群算法(PSO)、灰狼优化算法(GWO)和鲸鱼优化算法(WOA)等算法，具有出色的寻优能力。因此，本文选用COA对模型的参数进行优化。
[bookmark: 正文段落_32]COA的基本思想是通过模拟浣熊捕食鬣蜥和逃离捕食者两种行为对种群内的浣熊位置进行更新。算法主要分为两个阶段：
[bookmark: 正文段落_34]（1）狩猎鬣蜥阶段（探索阶段）。
[bookmark: 正文段落_36]假设一半浣熊爬上树吓唬鬣蜥，另一半在地面等待鬣蜥掉落。上树的浣熊位置更新方式如式（6）所示。鬣蜥落到地上后，将其放置在搜索空间中的随机位置，位置更新方式如式（7）所示。基于鬣蜥的落地位置，地面上的浣熊按照公式（8）在搜索空间中移动。如果浣熊的新位置取得更优的目标函数值，则更新其位置，否则，保留在先前的位置。

		（6）

		（7）

[bookmark: 正文段落_38]		（8）









式（6）~（8）中：为第i个浣熊在第j维空间更新前的位置，为COA第一阶段中第i个浣熊在第j维空间更新后的位置；为第j维鬣蜥的位置，对应第j维空间的最优解；和分别为浣熊在第j维变量搜索的下界和上界；为取值在[0,1]区间的随机数；为第j维鬣蜥落在地面上的位置，为其对应的目标函数值；随机取为1或2；N为种群规模。
[bookmark: 正文段落_40]（2）逃离捕食者阶段（开发阶段）。
[bookmark: 正文段落_42]当遇到捕食者时，浣熊按照公式（9）移动至当前位置的安全位置。如果浣熊的新位置取得更优的目标函数值，则更新其位置，否则，保留在先前的位置。

		（9）




[bookmark: 正文段落_44]式中：为COA第二阶段中，第i个浣熊在第j维空间更新后的位置；和分别为变量的局部下界和局部上界；为当前迭代次数。
[bookmark: 三级标题序号_5][bookmark: 三级标题_6]1.1.3  基于COA优化VMD
[bookmark: 正文段落_46]在使用VMD分解原始序列之前需要预先进行参数设置，其中分解层数K和惩罚因子α对分解效果的影响最大[32]。较小的K可能导致分解不完全，造成有效信息的缺失；较大的K可能导致分解过度，产生模态混叠。而惩罚因子的取值直接关系到分量带宽的大小，影响信号的提取效果。为了减少VMD参数设置的主观性并提高分解效果，本文提出将COA算法应用于VMD参数搜寻。
[bookmark: 正文段落_48]在COA中，适应度函数直接影响最终搜寻结果。排列熵是Bandt等[33]提出的一种评估时间序列随机性和动力学突变的方法。熵值越小，表明时间序列越有规律，复杂性越小；熵值越大，表明时间序列越具有随机性，复杂度越高[34]。此外，相邻模态中心频率比可以反映相邻分量之间的频率差异[35]，当分量间产生模态混叠现象时，相邻模态中心频率比也较小。基于以上方法，本文设计了适应度函数并将其用于VMD参数优化。适应度函数如式（10）所示：

		（10）

		（11）

		（12）

		（13）






[bookmark: 正文段落_50]式（10）中：K为IMF总数；为第i个IMF分量对应的排列熵，计算步骤及参数设置参照Bandt等[33]的研究；m为相邻IMF的中心频率比低于1.1的个数（参考罗亦泳等[36]、牟伟杰等[37]、向玲等[38]的研究，在相邻IMF中心频率比低于1.1时，本文认定分量间已经产生了过分解现象），计算公式如式（11）；表示第i个IMF所具有的能量，计算公式如式（12），其中N为序列长度，为第i个IMF在t时刻的幅值；表示原始时间序列所具有的能量，计算公式如式（13），其中为原始价格序列在t时刻的幅值。
[bookmark: 正文段落_52]这样设计适应度函数的目的在于：第一，由于能量较大的分量对最终预测结果的影响也较大，利用分量的能量对排列熵进行加权可以更好地权衡不同分量对最终结果的影响。第二，通过加权的排列熵可以避免欠分解问题的产生，在降低原始序列复杂度的同时保证产生的分量具有较好的平滑性。第三，通过相邻模态中心频率比可以避免过度分解问题的产生，抑制出现模态混叠现象，进而减少预测工作量。
[bookmark: 正文段落_54]使用COA算法优化VMD参数K和α的步骤如下：
[bookmark: 正文段落_56]（1）设置算法参数及适应度函数。参数包括COA算法的种群规模N、最大迭代次数T；VMD算法的收敛判据tol、噪声容忍度tau和参数组合[K,α]的搜索范围。适应度函数设置为式（10）。
[bookmark: 正文段落_58]（2）初始化浣熊种群位置，进行VMD分解并计算个体的适应度函数值。
[bookmark: 正文段落_60]（3）将当前最优适应度值所对应的个体的位置定为鬣蜥位置。
[bookmark: 正文段落_62]（4）对于处在前半部分的浣熊个体，按照式（6）计算其新位置；对于处在后半部分的浣熊个体，先按照式（7）更新鬣蜥落地后的位置，再按照式（8）计算该浣熊的新位置。若新位置的适应度函数值更优则更新浣熊位置，否则保持原状。
[bookmark: 正文段落_64]（5）按照式（9）计算每只浣熊遇到捕猎者后的逃脱位置，若新位置的适应度函数值更优则更新个体位置，否则保持原状。
[bookmark: 正文段落_66]（6）判断是否达到最大迭代次数。若是，则输出最优解并按照该最优解进行VMD分解；否则，记录当前最优解并返回步骤（3）继续迭代。
[bookmark: 二级标题序号_6][bookmark: 二级标题_4]1.2  经验小波变换(EWT)
[bookmark: 正文段落_68]EWT是Gilles[39]结合EMD的自适应分解思想和小波变换的理论框架而提出的一种自适应信号处理方法。其核心思想是将原始信号的傅里叶谱进行自适应分割，并在各频段构造合适的正交小波滤波器，进而提取出具有紧支撑特性的AM-AF信号。EWT的原理描述如下：


[bookmark: 正文段落_70]（1）将傅里叶支撑规范至[0,π]区间内并假设其被划分为N个连续的片段。每个分割片段表示为，为每个分割片段的边界。

[bookmark: 正文段落_72]（2）将经验小波定义为每个分割区间上的带通滤波器，经验小波的构造方法参考Meyer小波。经验尺度函数和经验小波函数的表达式分别为式（14）和（15）。

[bookmark: 公式_41]		（14）

		（15）


[bookmark: 正文段落_74]式（14）和（15）中：，。


[bookmark: 正文段落_76]（3）计算细节系数和近似系数，如式（16）和（17）：

		（16）

		（17）





[bookmark: 正文段落_78]式（16）和（17）中：表示傅里叶逆变换；和分别为和的复共轭。
[bookmark: 正文段落_80]（4）进行信号重构，如式（18）：

		（18）





[bookmark: 正文段落_82]式（18）中：*表示卷积运算；和分别为和的傅里叶变换。因此，经验模态可定义如下：

		（19）

		（20）
[bookmark: 二级标题序号_7][bookmark: 二级标题_6]1.3  基于浣熊优化算法优化的极限学习机(COA-ELM)
[bookmark: 正文段落_84]ELM是Huang等[40]在2004年提出的一种单隐含层前馈神经网络算法。在训练过程中，ELM会随机初始化输入权重和偏置，除隐含层节点个数外无需再设置其他参数便可产生最优解。ELM算法的结构图如图1所示，算法原理描述如下：





[bookmark: 正文段落_86]给定N个训练样本, 其中，。对于有L个隐含层节点，激活函数为的网络输出可表示为：

		（21）



[bookmark: 正文段落_88]式（21）中：和分别为隐含层与输入层之间和隐含层与输出层之间的输入(出)权重，为偏置值。当满足输出零误差时有下式成立：

		（22）
[bookmark: 正文段落_90]式（22）可转换为矩阵形式如下：

		（23）
[bookmark: 正文段落_92]式（23）中：H为网络隐含层输出矩阵，β为输出层权重矩阵，T为网络输出矩阵，具体形式分别为：



[bookmark: 公式_64]，，
[bookmark: 正文段落_怀疑_2]对ELM训练的过程可以看作对式（24）寻求一个最小二乘解的结果，特解可以表示如式（25）：

		（24）

		（25）

[bookmark: 正文段落_96]式（25）中：为隐含层输出矩阵H的Moore-Penrose广义逆。

[bookmark: 嵌入式图形_1]
[bookmark: 中文图序_1][bookmark: 中文图题_1]图1  ELM算法结构
[bookmark: 正文段落_98]相较于传统神经网络算法，ELM具有简单高效、学习速度快和泛化性能强等优点。然而，ELM在训练过程中会随机产生隐含层的输入权重和阈值，这将对预测效果产生影响[41]。为改善ELM预测稳定性，提高预测精度，本文使用COA对ELM的初始权重和阈值进行优化，步骤如下：
[bookmark: 正文段落_100]（1）将价格序列重构为多维序列，并划分训练集和测试集。
[bookmark: 正文段落_102]（2）设置参数及适应度函数。参数包括COA的种群规模N、最大迭代次数T；ELM的隐含层节点个数、隐含层输入权重和阈值的搜索范围。适应度函数设置为平均绝对误差。
[bookmark: 正文段落_104]（3）随机生成浣熊种群的初始位置，将训练集样本输入ELM进行预测并计算浣熊个体的适应度函数值。
[bookmark: 正文段落_106]（4）将当前最优适应度值所对应的个体的位置定为鬣蜥位置。
[bookmark: 正文段落_108]（5）对于处在前半部分的浣熊个体，按照式（6）计算其新位置；对于处在后半部分的浣熊个体，先按照式（7）更新鬣蜥落地后的位置，再按照式（8）计算该浣熊的新位置。若浣熊新位置的适应度函数值更优则更新其位置，否则保持原状。
[bookmark: 正文段落_110]（6）按照式（9）计算每只浣熊遇到捕猎者后的逃脱位置，若新位置的适应度函数值更优则更新位置，否则保持原状。
[bookmark: 正文段落_112]（7）判断是否达到最大迭代次数。若是，则将该最优解赋给ELM进行训练，得到优化后的极限学习机模型和训练集预测值；否则，记录当前最优解并返回步骤（4）继续迭代。
[bookmark: 正文段落_114]（8）将测试集样本输入优化后的极限学习机模型进行预测，得到测试集预测值。
[bookmark: 二级标题序号_8][bookmark: 二级标题_8]1.4  误差修正
[bookmark: 正文段落_116]考虑到误差序列具有多尺度、非平稳和非线性等特征[42]，本文借鉴Zhou等[43]的研究，构建了一种带分解的误差修正模型(ECD)，以降低误差序列的预测难度，提高误差修正效果。具体步骤如下：
（1） [bookmark: 正文段落_怀疑_3]将原始价格序列减去初始预测结果，获得误差序列，如式(26)所示。

		（26）



[bookmark: 正文段落_怀疑_4]式（26）中：为在t时刻的初始预测误差值，为碳价序列在t时刻的幅值，为模型在t时刻的初始预测值。
[bookmark: 正文段落_122]（2）使用EWT方法将误差序列分解为多个误差子序列，并将各误差子序列输入COA-ELM进行训练和预测。
[bookmark: 正文段落_124]（3）将所有误差子序列的预测结果相加，得到误差预测结果，如式(27)所示。

		（27）


[bookmark: 正文段落_126]式（27）中：为第i个误差子序列在t时刻的预测结果，n为误差子序列的个数，为在t时刻的误差预测结果
[bookmark: 正文段落_128]（4）将误差预测结果与初始预测结果相加，得到最终预测结果，如式（28）所示。

		（28）

[bookmark: 正文段落_130]式（28）中：为在t时刻的最终预测值。
[bookmark: 一级标题序号_9][bookmark: 一级标题_4]2  IVMD-EWT-COA-ELM-ECD模型构建
[bookmark: 正文段落_132]基于以上理论和方法，本文提出了一种碳交易价格预测模型IVMD-EWT-COA-ELM-ECD，模型流程如图2所示。具体的预测流程描述如下：
[bookmark: 正文段落_134]（1）使用COA优化的VMD将碳价序列分解为K个更为平滑的IMF分量，并将各分量依次记为imf1、imf2…imfK。
[bookmark: 正文段落_136]（2）将碳价序列减去各个IMF分量，获得VMD的残差序列residual。使用EWT对残差序列进行二次分解，进一步提取残差序列中的有效信息并降低其复杂度。各分量依次记为imf1、imf2…imfL。
[bookmark: 正文段落_138]（3）利用COA-ELM对两次分解得到的所有分量进行预测，并将所有分量的预测结果进行叠加，得到初始预测结果。
[bookmark: 正文段落_140]（4）将原始碳价序列与初始预测结果作差，获得初次预测的误差序列。使用EWT对误差序列进行分解，并继续利用COA-ELM对各误差子序列进行预测。所有误差子序列的预测结果之和记为误差预测结果。
[bookmark: 正文段落_142]（5）将误差预测结果与初始预测结果相加，得到碳价最终预测结果。



[bookmark: 嵌入式图形_2]
[bookmark: 中文图序_2][bookmark: 中文图题_2]图2  IVMD-EWT-COA-ELM-ECD模型预测流程
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[bookmark: 一级标题序号_10][bookmark: 一级标题_6][bookmark: 二级标题_10][bookmark: 二级标题序号_11]3  实证分析 
3.1  数据来源及特征分析
[bookmark: 正文段落_144]选取深圳、湖北和福建3个碳交易市场的碳排放配额日收盘价以验证IVMD-EWT-COA-ELM-ECD模型的有效性。其中，深圳碳交易市场是中国首个碳排放交易市场，成立时间最早且交易活跃；湖北碳交易市场是中国成交量最大的碳交易市场，碳交易机制相对成熟；福建碳交易市场是中国最新的碳排放交易市场，能反映碳市场交易的新变化。此外，这3 个碳市场的累计碳交易量和累计成交额占中国碳市场总量的50%以上，因此选择这3 个市场可以在一定程度上代表中国碳市场的整体情况。
[bookmark: 正文段落_146]各数据集的时间跨度均为2017年2月8日至2023年1月31日 (剔除周末及节假日)，数据来源于各碳排放权交易所官网。取各数据集前80%为训练集，后20%为测试集。表1给出了各数据集的描述性统计分析结果，表2给出了各数据集的BDS检验结果。
[bookmark: 中文表序_1][bookmark: 中文表题_2]表1  各数据集描述性统计分析结果
	[bookmark: 表格_1]数据集
	统计量

	
	长度
	最大值
	最小值
	极差
	平均值
	标准差
	偏度
	峰度
	JB统计量

	深圳
	1 270
	67.99
	3.03
	64.96
	24.245 1
	14.230 9
	0.593 1
	2.711 5
	78.863 0

	湖北
	1 407
	61.48
	11.56
	49.92
	30.237 4
	11.306 2
	0.223 7
	2.127 6
	56.346 6

	福建
	831
	42.28
	7.19
	35.09
	22.072 4
	7.461 9
	0.444 8
	2.480 4
	36.755 4


[bookmark: 中文表序_2][bookmark: 中文表题_4]	


【表2：P值一般均为小数，请作者再次确认完全为0，而非为接近于0】
表2  各数据集的BDS检验结果
	[bookmark: 表格_2]维数
	深圳
	湖北
	福建

	
	BDS统计量
	P值
	BDS统计量
	P值
	BDS统计量
	P值

	2
	0.134 6
	0
	0.190 6
	0
	0.173 1
	0

	3
	0.234 6
	0
	0.324 7
	0
	0.291 9
	0

	4
	0.301 3
	0
	0.418 1
	0
	0.370 6
	0

	5
	0.343 3
	0
	0.482 5
	0
	0.421 3
	0

	6
	0.367 7
	0
	0.526 4
	0
	0.452 6
	0


[bookmark: 正文段落_148][bookmark: 二级标题序号_12][bookmark: 二级标题_12]从表1可以看出，3个数据集的极差在35.09~64.96之间，标准差均在7以上，说明碳价序列具有较大的离散程度并且呈现出较强的波动性；此外，3个数据集的JB统计量均大于0，说明序列不服从正态分布。再从表2可以看出，随着嵌入维数从2增加至6，深圳、湖北和福建 3个数据集的BDS统计量也在不断增加，但P值一直为0，说明序列表现出明显的非线性特征。

3.2  评价指标
[bookmark: 正文段落_150]选取平均绝对误差MAE、均方根误差RMSE、平均绝对百分比误差MAPE、Theil不等系数等4个评价指标以评价模型的预测效果，各指标对应计算公式如下：

		（29）

		（30）

		（31）

		（32）


[bookmark: 正文段落_152]式（29）~（32）中：n为序列长度，为实际值，为预测值。MAE、RMSE、MAPE和TIC越接近零，表明预测值与实际值的差距越小，模型的预测效果越好。
[bookmark: 正文段落_154]此外，为了检验不同模型的预测性能在统计学意义上的差异性，引入DM(Diebold-Mariano)统计量对模型进行显著性检验。DM检验的原假设为拟建模型与对照模型的预测性能没有显著差异，DM统计量公式如式（33）所示：

		（33）








[bookmark: 正文段落_156]式（33）中：，, ，，和分别为模型A和模型B在时刻的预测值。使用单侧t检验以判断模型A与模型B之间差异的显著性。
[bookmark: 二级标题序号_13][bookmark: 二级标题_14]3.3  深圳碳交易市场实例
[bookmark: 三级标题序号_14][bookmark: 三级标题_8]3.3.1  预测过程

[bookmark: 正文段落_158]根据3.1节的分析结果可知，碳价序列呈现出较强的波动性、非正态和非线性等特征。为了降低碳价序列的复杂度，使用VMD方法对原始价格序列进行初次分解。针对VMD的参数设置问题，按照1.1.3节的方法对VMD关键参数进行搜索。设置COA的种群规模N为20，最大迭代次数T为50，适应度函数为式（10）；VMD的收敛判据r为，噪声容忍度为0，参数K和α的搜索范围为：

		（34）



[bookmark: 正文段落_160]式（34）中：为使用EMD分解原始碳价序列所得的模态数量，和分别为惩罚因子上、下限参数，本文中分别取2 000，500。
[bookmark: 正文段落_162]由COA算法搜寻可得，VMD方法在深圳数据集中的最优分解参数[K,α]为[10,2 348]，适应度迭代曲线如图3所示。按照搜寻的最优参数分解碳价序列，分解结果如图4(b)所示。从图中可以看出深圳数据集的碳价序列(见图4(a))被分解为10个更为平滑的IMF分量，且各分量按照频率由低到高排列。然后，将原始价格序列减去分解得到的各分量，获得VMD分解的残差序列，残差序列如图4(c)所示。从图中可以看出残差序列呈现较强的波动性和非线性。为充分提取残差序列中的有效信息并降低其复杂度，利用EWT方法对残差序列进行二次分解。残差序列的EWT分解结果如图4(d) 所示。从图中可以看出残差序列被自适应分解为10个IMF分量，且各分量均具有一定的规律性和周期性。

[bookmark: 嵌入式图形_3]
[bookmark: 中文图序_3][bookmark: 中文图题_3]图3  深圳数据集COA优化VMD适应度迭代曲线

【图4：注意纵坐标标目“价格（元/吨）”应该表示为“价格/(元/吨)”】


[bookmark: 中文图序_4][bookmark: 中文图题_4]图4  深圳数据集碳价序列数据预处理过程
[bookmark: 正文段落_164]在使用VMD和EWT对原始价格序列进行预处理后，采用COA-ELM算法对两次分解得到的所有IMF进行训练和预测。其中，设置COA的种群规模N为20，最大迭代次数T为10；ELM的隐含层节点为30，输入权重搜索范围为[−1,1]，阈值搜索范围为[0,1]。分量输入维度的确定方法参考汤霞等[26]的研究，使用Cao法进行确定。此外，为了保证对比的公平性，以上参数设置方法同样应用于后文对照模型。
[bookmark: 正文段落_166]将各个分量预测结果进行线性叠加得到初始预测结果，如图5所示。


[bookmark: 中文图序_5][bookmark: 中文图题_5]图5  深圳数据集初始预测结果
[bookmark: 正文段落_168]从图5可以看出，模型的初始预测结果已表现出较好的拟合效果，但仍有许多点的预测值和实际值之间存在较大偏差，尤其体现在波动剧烈的几个时间点。为进一步提高碳价预测的准确性，减少模型在实际应用时可能造成的经济损失，通过学习误差序列的变动规律来对初始预测结果进行修正，以提高整体模型的预测能力。首先，将原始碳价序列和初始预测结果作差，获得误差序列。然后，使用EWT方法分解误差序列，降低其预测难度。最后，将各误差子序列输入COA-ELM进行预测，并将误差预测结果与初始预测结果相加，得到IVMD-EWT-COA-ELM-ECD模型最终预测结果，如图6所示。


[bookmark: 中文图序_6][bookmark: 中文图题_6]图6  深圳数据集最终预测结果
[bookmark: 三级标题序号_15][bookmark: 三级标题_10]3.3.2  预测结果与分析
[bookmark: 正文段落_170]为了验证IVMD-EWT-COA-ELM-ECD模型的有效性，本文构建了6组子实验将拟建模型与16个对照模型进行了对比分析。各对照模型的编号及介绍如表3所示。模型预测效果对比如表4所示。此外，为直观地体现各模型的预测性能差异，图7展示了各模型的预测误差。
[bookmark: 中文表序_3][bookmark: 中文表题_6]表3  对照模型编号及介绍
	[bookmark: 表格_3]编号
	模型
	模型介绍

	M1
	ELM
	使用ELM直接预测

	M2
	COA-ELM
	使用COA-ELM直接预测

	M3
	COA-ELM-ECD
	使用COA-ELM直接预测，进行误差分解修正

	M4
	IVMD-COA-ELM-ECD
	忽略VMD的残差序列

	M5
	IVMD-COA-ELM-res-COA-ELM-ECD
	VMD的残差序列直接使用COA-ELM预测

	M6
	VMD(i)-EWT-COA-ELM-ECD
	VMD分解层数K通过观察中心频率法确定，惩罚因子取默认值2 000

	M7
	VMD(ii)-EWT-COA-ELM-ECD
	VMD分解层数K设为EMD分解碳价序列所得模态的数量，惩罚因子取默认值2 000

	M8
	IVMD-EEMD-COA-ELM-ECD
	使用EEMD对残差序列进行二次分解。EEMD的集成次数为100，白噪声标准差为0.2

	M9
	IVMD-CEEMDAN-COA-ELM-ECD
	使用CEEMDAN对残差序列进行二次分解。CEEMDAN的集成次数为100，白噪声标准差为0.2

	M10
	IVMD-WPD-COA-ELM-ECD
	使用WPD对残差序列进行二次分解。WPD的基函数为db4,分解层数为2层

	M11
	IVMD-EWT-COA-ELM
	无误差修正

	M12
	IVMD-EWT-COA-ELM-EC
	进行不分解的误差修正

	M13
	IVMD-EWT-ELMAN-ECD
	使用ELMAN对分量进行预测。隐含层节点个数为15个，学习率为0.1，最大迭代次数为3 000

	M14
	IVMD-EWT-SVR-ECD
	使用SVR对分量进行预测。核函数为RBF核函数，采用网格搜索法确定惩罚因子C和核参数σ

	M15
	IVMD-EWT-BP-ECD
	使用BP对分量进行预测。隐含层节点个数为10个，学习率为0.1，最大迭代次数为1 000

	M16
	IVMD-EWT-ELM-ECD
	使用未优化的ELM对分量进行预测


[bookmark: 中文表序_4][bookmark: 中文表题_8]
表4  深圳数据集各模型预测效果对比
	[bookmark: 表格_4]编号
	模型
	RMSE
	MAE
	MAPE
	TIC

	M1
	ELM
	9.846 0
	7.579 1
	21.461 7
	0.140 050

	M2
	COA-ELM
	6.597 8
	5.247 8
	17.623 0
	0.089 742

	M3
	COA-ELM-ECD
	0.381 6
	0.288 8
	1.971 7
	0.004 822

	M4
	IVMD-COA-ELM-ECD
	0.091 6
	0.065 1
	0.467 2
	0.001 158

	M5
	IVMD-COA-ELM-res-COA-ELM-ECD
	0.060 1
	0.042 3
	0.325 6
	0.000 760

	M6
	VMD(i)-EWT-COA-ELM-ECD
	0.024 2
	0.019 2
	0.120 6
	0.000 306

	M7
	VMD(ii)-EWT-COA-ELM-ECD
	0.113 7
	0.066 6
	0.220 8
	0.001 436

	M8
	IVMD-EEMD-COA-ELM-ECD
	0.038 7
	0.029 6
	0.203 4
	0.000 489

	M9
	IVMD-CEEMDAN-COA-ELM-ECD
	0.037 6
	0.028 5
	0.197 3
	0.000 475

	M10
	IVMD-WPD-COA-ELM-ECD
	0.023 5
	0.018 1
	0.109 5
	0.000 296

	M11
	IVMD-EWT-COA-ELM
	0.484 3
	0.371 7
	1.338 1
	0.006 150

	M12
	IVMD-EWT-COA-ELM-EC
	0.412 6
	0.330 9
	1.275 8
	0.005 235

	M13
	IVMD-EWT-ELMAN-ECD
	1.931 4
	1.199 1
	2.275 8
	0.024 926

	M14
	IVMD-EWT-SVR-ECD
	0.129 8
	0.089 8
	0.457 7
	0.001 371

	M15
	IVMD-EWT-BP-ECD
	0.761 5
	0.416 1
	0.832 4
	0.009 694

	M16
	IVMD-EWT-ELM-ECD
	0.108 4
	0.079 7
	0.230 7
	0.001 643

	拟建模型
	IVMD-EWT-COA-ELM-ECD
	0.021 5
	0.015 0
	0.116 1
	0.000 272



【问题同图4】


[bookmark: 中文图序_7][bookmark: 中文图题_7]图7  深圳数据集各模型预测误差

[bookmark: 正文段落_172]从表4可见, 本文提出的IVMD-EWT-COA-ELM-ECD模型在4个指标上均取得了最小值，说明IVMD-EWT-COA-ELM-ECD模型对碳价序列的拟合效果优于其他对照模型，具有更高的预测精度。
[bookmark: 正文段落_174]基于表4和图7，实验结果的进一步分析如下：
[bookmark: 正文段落_176]（1）为验证数据预处理的必要性，实验一将未使用分解技术的单预测模型M1、M2、M3和分解集成模型M4进行了对比。首先，从模型M1、M2和M3的预测结果可见，单预测模型对原始价格序列进行预测的结果非常不可靠，其产生的预测误差是巨大的，说明在不进行数据预处理的情况下，单预测模型难以准确捕捉碳价的波动特性。再将模型M3和M4的预测结果对比可见，在引入VMD方法对原始序列进行预处理后模型的预测效果得到了显著提升。这表明数据预处理对于预测高复杂度、非线性的碳价序列是必要的，它可以有效改善模型的预测效果。
[bookmark: 正文段落_178]（2）为验证拟建模型中对VMD产生的残差序列进行二次分解的有效性，实验二将拟建模型与模型M4和M5进行了对比分析。从表4可见，模型M5在4个评价指标上均优于模型M4，说明对VMD产生的残差序列进行预测是有意义的，将其纳入预测分析可以有效提高模型的预测准确性。但由于残差序列复杂度较高，直接进行预测对模型预测性能的提升效果非常有限，所以模型M5的预测性能与拟建模型仍有较大差距。以上比较结果充分体现出对残差序列进行二次分解的有效性，因此在拟建模型中将对残差序列二次分解作为重要的一个组分。
[bookmark: 正文段落_180]（3）为验证拟建模型中使用COA优化VMD的有效性，实验3将拟建模型与模型M6和M7进行了对比分析。从表4可见，拟建模型的预测表现优于未对VMD进行参数优化的模型M6和M7，说明在适应度函数设置合理的条件下，使用COA对VMD进行优化可以实现VMD关键参数的最优化设置，使得分解后的分量更加平缓、易于预测，进而减少预测误差的产生。因此，拟建模型中使用COA优化VMD能取得更加更好的预测结果。
[bookmark: 正文段落_182]（4）为验证拟建模型中二次分解所用方法的优越性，实验四将拟建模型与模型M8、M9和M10进行了对比分析。从表4可见，使用EWT方法对残差序列进行二次分解的预测效果明显优于使用EEMD、CEEMDAN和WPD等方法，验证了本文使用EWT方法对残差序列进行二次分解的优越性。造成这种优越性的主要原因是EWT方法可以将残差序列分解成更具规律性和周期性的分量，且经EWT分解得到的序列中复杂度较高的分量幅值较小，从而对最终预测结果影响也较小。若使用EEMD、CEEMDAN和WPD等方法进行二次分解，还会得到若干个复杂度较大的分量，且这部分分量幅值较大，仍会造成较大预测损失，从而导致模型整体预测效果差于使用EWT。因此，在拟建模型中使用EWT方法对残差序列进行二次分解可以实现模型预测性能的更大提升。
[bookmark: 正文段落_184]（5）为验证拟建模型中误差修正策略的有效性，实验五将拟建模型与模型M11和M12进行了对比分析。从表4可见，拟建模型和模型M12的预测表现均优于未进行误差修正的模型M11，说明在预测碳价时进行误差修正是有效的，对误差序列进行建模预测可以提高模型的预测精度。而拟建模型的预测表现又优于模型M12，充分说明在误差修正中加入EWT分解可以进一步提高模型的预测效果。类似的结论也出现在Zhou等[43]和Wang等[44]的研究中，本文再次证实了带分解的误差修正策略是实用的，其可以有效消除由于误差序列中存在某些高频振荡而导致的预测困难，并且可以显著提高预测精度。
[bookmark: 正文段落_186]（6）为验证拟建模型中使用COA-ELM算法对分量进行预测的优越性，实验六将拟建模型与模型M13、M14、M15和M16进行了对比分析。从表4可见，模型M16的预测表现明显优于模型M13、M14和M15，说明在碳价预测中，ELM的预测能力强于ELMAN、SVR和BP，它可以更有效地捕捉序列的波动特征。而拟建模型又在4个指标上均优于模型M15，说明在优化了初始权重和阈值后，ELM算法的预测精度得到了有效提升。综上所述，拟建模型中使用COA-ELM算法对分量进行预测可以取得更好的预测效果。
[bookmark: 二级标题序号_16][bookmark: 二级标题_16]3.4  湖北和福建碳交易市场实例
[bookmark: 正文段落_188]为验证拟建模型的普适性，本文同样对湖北和福建碳交易市场的碳价进行了建模预测。根据COA算法搜寻结果，VMD方法在湖北和福建数据集中的最优分解参数[K,α]分别为[12,3 424]和[11,2 652]，适应度迭代曲线如图8所示。各模型预测效果对比如表5所示，预测误差可视化效果如图9和图10所示。
[bookmark: 正文段落_190]从表5可以看出，在对深圳和福建碳交易市场碳价格的预测中，本文所提的IVMD-EWT-COA-ELM-ECD模型在四个评价指标上均优于其他对照模型，该结果与深圳碳交易市场实例中得到的结果一致，进一步体现出拟建模型在预测碳价方面的优越性与稳定性。

[bookmark: 嵌入式图形_8]
[bookmark: 中文图序_8][bookmark: 中文图题_8]图8  湖北和福建数据集中COA优化VMD适应度迭代曲线
[bookmark: 中文表序_5][bookmark: 中文表题_10]表5  湖北和福建数据集各模型预测效果对比
	[bookmark: 表格_5]编号
	湖北
	福建

	
	RMSE
	MAE
	MAPE
	TIC
	RMSE
	MAE
	MAPE
	TIC

	M1
	3.060 8
	2.647 6
	5.543 9
	0.033 763
	1.848 2
	1.499 1
	5.919 8
	0.034 050

	M2
	1.631 6
	1.048 7
	2.220 0
	0.017 630
	1.401 6
	1.156 5
	4.533 6
	0.025 879

	M3
	0.114 2
	0.089 8
	0.199 0
	0.001 225
	0.165 7
	0.133 9
	0.511 3
	0.003 044

	M4
	0.033 3
	0.026 9
	0.060 0
	0.000 358
	0.032 7
	0.024 4
	0.091 1
	0.000 601

	M5
	0.023 9
	0.018 9
	0.041 3
	0.000 256
	0.030 7
	0.022 5
	0.082 8
	0.000 565

	M6
	0.004 4
	0.003 6
	0.008 1
	0.000 048
	0.009 6
	0.007 7
	0.028 5
	0.000 176

	M7
	0.006 1
	0.005 0
	0.010 7
	0.000 065
	0.010 3
	0.008 3
	0.031 2
	0.000 190

	M8
	0.017 4
	0.013 0
	0.028 4
	0.000 186
	0.023 4
	0.017 8
	0.066 8
	0.000 430

	M9
	0.024 3
	0.018 0
	0.039 4
	0.000 261
	0.022 8
	0.017 3
	0.064 5
	0.000 419

	M10
	0.010 1
	0.007 9
	0.017 7
	0.000 109
	0.006 7
	0.005 6
	0.021 4
	0.000 124

	M11
	0.083 6
	0.059 7
	0.133 3
	0.000 897
	0.086 3
	0.069 7
	0.263 1
	0.001 586

	M12
	0.076 4
	0.058 6
	0.129 2
	0.000 821
	0.077 1
	0.061 5
	0.235 2
	0.001 418

	M13
	0.595 6
	0.508 0
	1.093 7
	0.006 416
	0.018 3
	0.013 8
	0.049 8
	0.000 337

	M14
	0.251 4
	0.183 7
	0.414 3
	0.002 701
	0.063 2
	0.051 8
	0.200 1
	0.001 161

	M15
	0.022 8
	0.017 4
	0.036 3
	0.000 244
	0.006 7
	0.005 1
	0.019 2
	0.000 122

	M16
	0.005 2
	0.004 1
	0.009 0
	0.000 055
	0.005 4
	0.004 0
	0.014 5
	0.000 099

	拟建模型
	0.003 8
	0.003 1
	0.006 8
	0.000 041
	0.004 6
	0.003 5
	0.013 4
	0.000 085


















	【问题同图4】



[bookmark: 中文图序_9][bookmark: 中文图题_9]图9  湖北数据集各模型预测误差


[bookmark: 中文图序_10][bookmark: 中文图题_10]图10  福建数据集各模型预测误差

[bookmark: 二级标题序号_17][bookmark: 二级标题_18]3.5  DM检验
[bookmark: 正文段落_192]为检验拟建模型与各对照模型的预测性能在统计学意义上的差异性，本文利用DM统计量对拟建模型和上文对比实验中的16个对照模型进行检验，各数据集DM检验的结果如表6所示。
[bookmark: 正文段落_194]从表6可以看出，在深圳、湖北和福建数据集碳价的预测中，拟建模型在1%的置信水平下显著优于大多数对照模型，在10%的置信水平上显著优于所有对照模型。该检验结果从统计学角度验证了拟建模型的优越性与稳定性，也进一步说明了拟建模型是一种有效的碳价预测模型。
[bookmark: 中文表序_6][bookmark: 中文表题_12]
表6  DM检验结果
	[bookmark: 表格_6]对照模型
	深圳
	湖北
	福建

	M1
	12.471***
	12.061***
	10.185***

	M2
	12.276***
	4.079***
	11.268***

	M3
	8.038***
	11.534***
	9.049***

	M4
	5.982***
	12.030***
	6.729***

	M5
	6.837***
	11.003***
	6.691***

	M6
	1.981**
	2.668***
	7.840***

	M7
	7.268***
	7.363***
	8.056***

	M8
	6.738***
	8.778***
	6.724***

	M9
	5.724***
	8.543***
	7.174***

	M10
	1.677*
	8.731***
	4.517***

	M11
	11.741***
	5.360***
	9.856***

	M12
	12.747***
	6.307***
	9.397***

	M13
	10.971***
	14.222***
	7.556***

	M14
	12.108***
	8.329***
	11.178***

	M15
	8.964***
	12.709***
	4.346***

	M16
	8.771***
	5.074***
	1.928**


[bookmark: 中文表注_6]注：1）表格中的数字为拟建模型与各对照模型间的DM统计量【请作者确认以上表格中有拟建模型的DM统计量】；2）*、**、***分别表示在10%、5%和1%的水平下显著。
[bookmark: 一级标题序号_18][bookmark: 一级标题_8]4  结论
[bookmark: 正文段落_196]准确地预测碳交易价格对于利益相关者制定合理决策、碳交易市场保持稳定运行等都具有重要意义。为提高碳价预测的准确性，本文基于二次分解和误差修正策略构建了一种新的碳交易价格预测模型IVMD-EWT-COA-ELM-ECD。通过对深圳、湖北和福建3个碳交易市场的碳交易价格数据进行实证研究，最终得出以下结论：
[bookmark: 正文段落_198]（1）本文所提出的IVMD-EWT-COA-ELM-ECD模型适用于碳交易价格预测，具有优异的预测性能和稳定性。在3个数据集的6组对照实验中，所提模型均取得了最优的预测结果。
[bookmark: 正文段落_202]（2）利用COA优化VMD可以实现VMD分解参数的自适应获取并有效提高模型的预测性能。
[bookmark: 正文段落_204]（3）将VMD产生的残差序列纳入预测分析可以提高模型的预测准确性，而且使用EWT对残差序列进行二次分解后再建立预测可以实现预测效果的更大提升。
[bookmark: 正文段落_206]（4）在预测碳价时进行误差修正是有效的，而且将误差序列使用EWT分解后再进行修正对于提高模型预测准确性方面的作用比不分解的误差修正更为显著。
[bookmark: 正文段落_208]（5）在碳价预测中，ELM的预测能力强于ELMAN、SVR和BP，它可以更有效地捕捉序列的波动特征。此外，使用COA对ELM的初始权重和阈值进行优化可以有效提升ELM的预测精度和稳定性。
[bookmark: 正文段落_210]本文的研究为提高碳价预测的准确性提供了一种新方法，但其仍表现出一些局限性，例如，拟建模型仅仅根据历史数据进行预测，没有考虑到能源价格、气候等其他因素的影响，今后的研究可以在模型中引入这些相关影响因素预测碳价。
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